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RESUMEN 
 
El neonato en promedio se desarrolla en el útero materno durante un lapso comprendido 
entre 38 a 40 semanas. Sin embargo, cuando éste nace antes de las 37 semanas se le 
denomina neonato prematuro. En los neonatos prematuros, debido a la inmadurez del 
sistema nervioso central y la debilidad de los músculos que mantienen permeables las vías 
respiratorias, se puede presentar una interrupción de la respiración durante 20 segundos o 
más, denominada apnea. La apnea, acompañada de una reducción de la frecuencia cardiaca 
(bradicardia) y de una disminución de la saturación de oxígeno en sangre, afecta el 
desarrollo neurológico y puede llevar a la muerte del neonato. En el presente trabajo se 
plantea la implementación y evaluación de redes neuronales artificiales dinámicas como 
detectores de episodios de apnea-bradicardia, basando el método de entrenamiento en un 
algoritmo genético especializado y utilizando la longitud del ciclo cardiaco extraído de los 
registros electrocardiográficos de una base de datos de 32 pacientes pretérminos del 
Hospital Universitario de Rennes, Francia, dichas series poseen sus respectivas anotaciones 
de eventos de apnea-bradicardia. La metodología comprende la elección y representación 
cromosómica de las arquitecturas neuronales, la elaboración del conjunto de entrenamiento 
y de evaluación a partir de las series R-R, y el diseño novedoso de una función de aptitud o 
desempeño. Los resultados arrojados muestran detectores basados en redes dinámicas con 
valores de sensibilidad y especificidad superiores; y con promedios de retardo de las 
detecciones inferiores a los métodos tradicionales. En conclusión, las redes neuronales 
artificiales dinámicas son capaces de realizar las detecciones de eventos de apnea 
bradicardia sobre series R-R debido a sus capacidades de memorizar eventos con 
dependencia espacio-temporal durante lapsos de tiempo pre-definidos en su diseño. 

Palabras Claves: Apnea-Bradicardia, Neonatos prematuros, Redes neuronales 
artificiales, Algoritmos genéticos. 
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INTRODUCCIÓN 
 
 

La apnea de la prematuridad, es una de las complicaciones más comunes de los 

neonatos nacidos antes de las 37 semanas de gestación, acentuándose su incidencia en los 

bebés que presentan un peso extremadamente bajo al momento de nacer. La definición 

comúnmente utilizada especifica la apnea de la prematuridad como la interrupción 

prolongada del flujo respiratorio por más de 20 segundos, o menos si está acompañada por 

la disminución de la frecuencia cardíaca (bradicardia), cianosis, hipoxia y la acidosis. 

 

En general, los bebés prematuros presentan episodios de apnea durante las primeras 

semanas de vida. Estos eventos se han reportado en la mayoría de los infantes prematuros 

cuyo peso al nacer es menor a 1000 gr. Su frecuencia y severidad se reducen gradualmente 

durante la maduración del neonato y desaparecen después de las 40 semanas. 

 

Los episodios de apnea-bradicardia han sido relacionados principalmente con la 

inmadurez fisiológica de varios componentes del sistema respiratorio como los centros 

neuronales, los quimiorreceptores centrales y periféricos y las vías aferentes y eferentes. 

También pueden ser causados o agravados por infecciones; desordenes metabólicos, 

neuronales, respiratorios; inestabilidad en el control de la temperatura; entre otros. 

 

La presencia prolongada y severa de los episodios de apnea-bradicardia colocan en 

alto riesgo al recién nacido cuando no existe una intervención inmediata, ya que se 

compromete la oxigenación y la perfusión tisular. Es por ello que, todo infante prematuro 

debe ser monitoreado desde el momento del nacimiento hasta que ningún episodio ocurra, 

al menos durante el transcurso de su estancia en el hospital. Los monitores de apnea han 

sido diseñados para su detección temprana y la emisión de una alarma audible de modo 

que el personal de enfermería de la unidad de cuidados intensivos neonatales aplique la 

terapia adecuada. A pesar de las numerosas técnicas desarrolladas, éstas siguen siendo 

ineficientes, produciendo falsas alarmas y retardos en la detección. 
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Dentro de este contexto se plantea como objetivo general, el entrenamiento evolutivo 

de redes neuronales artificiales dinámicas para la detección de eventos de apnea-

bradicardia a partir de la longitud del ciclo cardiaco (Series R-R) provenientes del 

electrocardiograma de neonatos. Este trabajo constituye una continuación de los esfuerzos 

llevados a cabo entre el Grupo de Bioingeniería y Biofísica Aplicada de la Universidad 

Simón Bolívar y el Laboratorio de Tratamiento de Señales e Imágenes de la Universidad 

de Rennes I, Francia, durante los últimos años y pretende aportar como contribución una 

arquitectura neuronal específica como detector que mejore tanto la sensibilidad como la 

especificidad y reduzca el tiempo en la detección. 

 

Para ello, se estructura el contenido del presente trabajo de la siguiente manera. El 

primer capítulo contiene lo relacionado a los antecedentes y planteamiento del problema, 

justificación, objetivo general y específicos que establecen las directrices del proyecto. 

 

El capítulo II describe las bases clínicas y fisiológicas necesarias para comprender la 

importancia del problema abordado. Se presentan las definiciones ligadas a la 

prematuridad, la apnea neonatal y algunas consideraciones básicas de electro-cardiología 

del neonato. 

 

En el capítulo III se realiza una revisión de la bibliografía de los sistemas inteligentes 

de interés para el desarrollo del trabajo. A saber, bases teóricas de las redes neuronales 

artificiales dinámicas, que fungirán como detectores de episodios de apnea-bradicardia y el 

algoritmo genético estructurado, variante del algoritmo genético canónico, que sirve como 

método de entrenamiento de las redes neuronales artificiales. 

 

El objetivo del cuarto capítulo es presentar la metodología a seguir para el 

entrenamiento de los detectores. En esta sección se exponen las arquitecturas neuronales 

seleccionadas y la configuración de cada uno de los parámetros vinculados al algoritmo 

evolutivo estipulado. 

 

En el capítulo 5 se presentan los resultados derivados del entrenamiento evolutivo y 

de la evaluación de cada una de las topologías implementadas en la detección de los 

eventos de bradicardia; así como el análisis de los mismos. Finalmente, se abarca las 

conclusiones y recomendaciones para trabajos futuros en el capítulo VI.
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CAPÍTULO I 
 

EL PROBLEMA 
 
 

1.1 Antecedentes y planteamiento del problema 
 
 
La apnea del prematuro constituye el problema de mayor recurrencia en la población 

de neonatos nacidos con muy bajo peso. Se estima que más del 50% de los recién nacidos 

prematuros (menos de 32 semanas de edad gestacional) y casi la totalidad de neonatos, 

cuyo peso de nacimiento es menor a 1000 gr. padecen de dicho problema (Finer, Higgins, 

Kattwinkel, & Martin, 2006). En la literatura, la definición ampliamente utilizada 

puntualiza la apnea del prematuro como el cese de la respiración por más de 20 segundos o 

menos, si es acompañada por bradicardia o desaturación de oxígeno (Zhao, Gonzalez, & 

Mu, 2011). La bradicardia se define como la disminución de la frecuencia cardiaca por 

debajo de los 100 latidos por minutos o inferior al 33% de su valor medio, calculado en 

una ventana de tiempo predefinida (Poets, Stebbens, Samuels, & Southall, 1993). 

 

Las razones de la tendencia a la apnea en los recién nacidos prematuros no son del 

todo claras y su patogenia es poco conocida. Sin embargo, es probable que los reflejos 

pulmonares inmaduros, las respuestas respiratorias a la hipoxia y la hipercapnia 

contribuyan a la aparición o a la gravedad de la apnea. La apnea también puede ser 

exacerbada por una serie de factores coexistentes o estados de enfermedad. Ejemplos de 

ello son las infecciones sistémicas, neumonía, patología intracraneal, convulsiones, 

hipoglucemia y otros trastornos metabólicos. 

 

Cuanto más inmaduro es el recién nacido, mayor será el riesgo de padecer de 

episodios de apnea. Aproximadamente el 70% de los infantes nacidos antes de las 34 

semanas de gestación tienen apnea clínicamente significativa, bradicardia y/o desaturación 

de oxígeno durante su estancia en el hospital. En el período postnatal, la apnea puede 

ocurrir en el 25% de los recién nacidos que pesan menos de 2500 gr al nacer y en el 84% 

de los recién nacidos que pesan menos de 1000 gr (Nimavat, 1992). Igualmente, su 



��

frecuencia es inversamente proporcional a la edad gestacional, se presenta en el 54% de los 

recién nacidos cuya edad está comprendida entre las semanas 30 y 31, 15% entre las 

semanas 32 y 33; y en el 7% de los lactantes nacidos en las semanas número 34 y 35 

(Jaume, 1999; Zhao et al., 2011). 

 

En presencia de episodios de apnea prolongados y severos, la presión arterial 

disminuye drásticamente en el lactante, reduciendo la difusión de oxígeno hacia los tejidos 

(hipoxia) y aumentando el acido carbónico circulante (acidosis respiratoria). En ese 

momento el mecanismo compensatorio que preserva el flujo sanguíneo a los órganos 

vitales comienza a fallar, seguido de bradicardia, hipotensión sistémica y la disminución de 

la perfusión cerebral. Estudios indican que los períodos de apnea recurrentes en el neonato 

prematuro pueden causar daño cerebral, manifestada principalmente por diplejía espástica 

y/o sordera (Yu, Feng, Tsang, & Yeung, 1996). 

 

La isquemia cerebral y la hipoxemia son responsables por los daños, y ellos a su vez, 

son resultados de bradicardia sostenida y la ausencia de la ventilación. Por otro lado, los 

eventos de apnea también se han relacionado con varias enfermedades neonatales como la 

enterocolitis necrotizante (E.C.N.), persistencia del conducto arterioso, hipertensión 

pulmonar y se ha asociado con un aumento de la incidencia de la retinopatía del prematuro. 

Sin embargo, la predisposición de la misma a la muerte súbita del lactante sigue siendo un 

tema controvertido (M. F. Jaume, 2003). 

 

Es por ello, que todo neonato cuya edad gestacional sea menor a las 34 semanas, 

deben ser monitoreados desde el momento del nacimiento hasta que ningún episodio 

ocurra al menos durante el transcurso de una semana (Yu et al., 1996). Los monitores de 

apnea han sido diseñados para su detección temprana y la emisión de alarma audible de 

modo que el personal de enfermería aplique la terapia adecuada. A pesar de las numerosas 

técnicas desarrolladas, éstas siguen siendo ineficientes, produciendo falsas alarmas y 

retardos en la detección. 

 

Desde 1990, el Laboratorio de Tratamiento de Señales e Imágenes (L.T.S.I.) de la 

Universidad de Rennes I (Francia) y el Grupo de Bioingeniería y Biofísica Aplicada 

(G.B.B.A.) de la Universidad Simón Bolívar han contribuido al desarrollo de sistemas de 

monitoreo inteligente de señales fisiológicas, con el objetivo de aplicar en la práctica 
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clínica los diversos algoritmos desarrollados entre ambos laboratorios. Ejemplo de ello, lo 

constituye la tesis doctoral titulada “Sistema Multiagentes de Monitoreo Aplicado a 

Cuidados Neonatales” (Cruz, 2006), la cual consistió en el desarrollo de una unidad basada 

en una arquitectura multiagente de detección precoz de episodios de apnea-bradicardia y la 

activación automática de una terapia para detener el evento. 

 

Recientemente, el interés de ambos laboratorios se ha concentrado en la extracción y 

análisis de la información contenida en el electrocardiograma (amplitud de la onda R, 

duración del complejo QRS e intervalo RR) del recién nacido con la finalidad de lograr la 

caracterización de estos episodios de apnea-bradicardia (M. Altuve et al., 2009) (Altuve & 

Hernández, 2011) y su detección temprana (M. Altuve, Carrault, Beuchée, Pladys, & 

Hernández, 2011) (Miguel Altuve, Carrault, Beuchée, Pladys, & Hernández, 2012) 

(Miguel Altuve, Carrault, Beuch, et al., 2012) (Eder Silvera, Altuve, Cruz, Hernádez, & 

Lollett, 2012) (E. Silvera, 2010). 

 

En el marco de este esfuerzo interinstitucional, se plantea utilizar técnicas de 

algoritmos evolutivos, específicamente algoritmo genético, para el entrenamiento de redes 

neuronales artificiales dinámicas que se implementarán para la detección de episodios de 

apnea-bradicardia (AB) en recién nacidos prematuros, a partir de la información contenida 

en la longitud del ciclo cardiaco (Intervalo R-R) proveniente del electrocardiograma de 

infantes pretérminos. Para cumplir con dicho objetivo se cuenta con una base de datos de 

32 neonatos prematuros de la Unidad de Cuidados Intensivos Neonatales del Hospital 

Universitario de Rennes I (CHU, Centre Hospitalier Universitaire) ingresados entre los 

años 2003 y 2004. En dichos registros se dispone de parámetros como lo son: 

electrocardiograma, respiración abdominal, frecuencia cardiaca, frecuencia respiratoria, 

sonda gástrica, flujo de aire nasal, saturación de oxígeno y la valiosa secuencia R-R que 

permitirá trazar el objetivo deseado en el entrenamiento evolutivo de la red neuronal. 
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1.2 Justificación e importancia 
 
 
Las grandes variaciones de morfología de la señal eléctrica cardíaca representan un 

problema para el análisis automático de la actividad cardiovascular, pues resulta esencial 

que los sistemas instrumentales detecten y clasifiquen en forma precisa distintas 

características de las ondas del ECG. El electrocardiograma en la edad pediátrica difiere 

significativamente al del adulto en aspectos como: frecuencia cardiaca, nivel isoeléctrico, 

duración del complejo QRS, longitud del ciclo cardiaco (intervalo R-R), entre otros. Sin 

embargo, los principios básicos de interpretación son los mismos (Dickinson, 2005). 

 

En base a estos principios y a trabajos que se han desarrollados para la 

caracterización del ECG en neonatos pretérmino (M. Altuve et al., 2009), se plantea 

diseñar e implementar un conjunto de redes neuronales artificiales dinámicas cuyas 

entradas esté representadas por la variación de la longitud del ciclo cardiaco (Series R-R) y 

entrenarlas con un método basado en algoritmo evolutivo que permita superar deficiencias 

del destacado algoritmo retro-propagación (backpropagation) como lo son: adaptabilidad, 

mínimos locales, entre otros. También se plantea la exploración del uso de la función de 

aptitud novedosa que guíe la optimización del entrenamiento acorde a las necesidades del 

personal hospitalario respecto a la sensibilidad, especificidad y el retardo del sistema de 

detección. 

 

Además, trabajar con redes neuronales permite una fácil inserción dentro de la 

tecnología existente, debido a que una red puede ser entrenada, comprobada, verificada y 

trasladada a una implementación en hardware de bajo costo, es fácil insertar una red 

neuronal artificial para aplicaciones específicas dentro de sistemas de hardware existentes 

(circuitos integrados, por ejemplo). De esta manera, las redes neuronales se pueden utilizar 

para mejorar sistemas de forma incremental, y cada paso puede ser evaluado antes de 

efectuar un desarrollo más amplio. 
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1.3 Objetivos 
 

1.3.1 Objetivo general 
 
 
Utilizar algoritmos genéticos en el entrenamiento de redes neuronales artificiales 

dinámicas como herramienta para la detección de apnea-bradicardia en neonatos 

prematuros. 

 

1.3.2 Objetivos específicos 
 
 
·  Diseño e implementación de una red neuronal artificial dinámica para la detección 

de eventos de apnea-bradicardia a partir de la longitud del ciclo cardiaco (R-R). 

·  Codificación de los parámetros del algoritmo genético como método de 

entrenamiento de redes neuronales artificiales dinámicas. 

·  Diseño de la función de aptitud del algoritmo genético para la selección de los 

cromosomas que fungen como método de entrenamiento de la red neuronal. 

·  Comparación del desempeño de las redes neuronales artificiales dinámicas en la 

detección de los episodios de apnea-bradicardia. 
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CAPÍTULO II 
 

BASES FISIOLÓGICAS 
 
 

El presente capítulo proporciona información sobre la fisiología de los recién 

nacidos. Definiciones relacionadas con la prematuridad, la apnea neonatal, tipos de apneas, 

incidencia, manifestaciones clínicas, fisiopatología, diagnóstico y tratamiento son 

abarcados en este capítulo. También se presentan las generalidades del sistema 

cardiovascular, la estructura anatómica del corazón y su actividad eléctrica, el 

electrocardiograma, los componentes principales del electrocardiograma y las diferencias 

existentes entre el electrocardiograma del prematuro con respecto al de una persona adulta. 

 

2.1 Fisiología del Neonato 
 
 
Los cambios fisiológicos que implica el paso de la vida intrauterina a la extrauterina 

son los que determinan las características del cuidado del recién nacido normal y de la 

patología de este período. Los factores más determinantes en la salud y supervivencia del 

recién nacido son, su madurez expresada en la edad gestacional, la cual se considera como 

el período comprendido entre el primer día del último ciclo menstrual y el día del 

nacimiento, y el peso de nacimiento (Ceriani C., Fustiñana, Jenik, De Luca, & Rodríguez, 

2009). Históricamente, estos han sido los dos parámetros que clasifican a los recién 

nacidos en: 

·  Pretérmino o prematuro: cuando el recién nacido se ubica entre la semana 24 y la 

semana 36 de gestación. Es decir, menos de 37 semanas, independientemente del 

peso al nacer. A su vez, los nacimientos prematuros pueden catalogarse en: 

o Prematuro tardío: nacimiento que se produce entre las semanas 34 y 36 de 

gestación. 

o Prematuro moderado: se produce entre las semanas 32 y 34 de gestación. 

o Prematuro extremo: nacimiento que ocurre entre la 28 y la 32 semana de 

gestación. 
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o Prematuro muy extremo: nacimiento que se produce antes de las 28 semanas de 

gestación. 

·  Término: cuando el recién nacido se ubica entre la semana 37 y 41 de gestación. 

·  Postérmino: cuando el recién nacido se ubica después de la semana 41 de 

gestación. 

 

Partiendo del peso e independientemente de la edad gestacional, los neonatos se 

pueden clasificar en las siguientes categorías: 

·  Bajo peso al nacer (BPN), cuando se ubica entre 1500 y 2499 gr. Es decir, menos 

de 2500 gr. (peso normal, PN). 

·  Muy bajo peso al nacer (MBPN), cuando los valores se encuentran entre 1000 y 

1500 gr. 

·  Extremado bajo peso al nacer (EBPN), cuando se ubica entre 500 y 999 gr 

(Organización Panamericana de la Salud, 2005). 

 

Los infantes que nacen demasiado pequeños o demasiado pronto tienen un mayor 

riesgo de mortalidad a corto plazo y de morbilidad a largo plazo que los nacidos a término 

(37-41 semanas de gestación) o con peso mayor a 2500 gr. (Saigal & Doyle, 2008). El 

porcentaje de nacimientos prematuros se ha vinculado a las variaciones en las tasas de 

mortalidad infantil entre países, debido al mayor riesgo de muerte que la prematuridad 

implica. Por ejemplo, en los Estados Unidos, durante el año 2008, más de dos tercios 

(67,2%) de todas las defunciones infantiles se produjeron en el 12.3% de los infantes que 

nacieron prematuros. Las tasas de mortalidad infantil son más altas para los recién nacidos 

muy prematuros (< 32semanas), y este riesgo disminuye considerablemente conforme 

aumenta la edad gestacional (Mathews & Macdorman, 2008). 

 

Los trastornos respiratorios constituyen la causa más frecuente de ingreso en 

unidades de cuidados intensivos tanto en neonatos a término como en los pretérmino. Los 

signos y síntomas incluyen cianosis, quejido, aleteo nasal, retracciones, taquipnea, ruidos 

respiratorios disminuidos con estertores y/o roncus, palidez y apnea. Sin embargo, son 

muchas las enfermedades que pueden ser responsables de tales alteraciones respiratorias 

(apnea y bradicardia) y entre ellas se pueden citar las siguientes (Behrman, Kliegman, & 

Jenson, 2006): 
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·  Sistema Nervioso Central: VIH, fármacos, convulsiones, tensión hipóxica, 

trastornos neuromusculares, síndrome de leigh (Encefalomielopatía necrotizante 

sub-aguda), anomalías o infarto del tronco del encéfalo, postanestesia general. 

·  Respiratorias: síndrome de distrés respiratorio neonatal (SDR) o enfermedad de 

membrana hialina (EMH), neumonía, lesiones obstructivas de las vías respiratoria, 

colapso de las vías respiratorias superiores, prematuridad extrema (menor de 1000 

gr.), reflejo laríngeo, parálisis del nervio frénico, neumotórax, hipoxia. 

·  Infecciosas: sepsis, meningitis, enterocolitis necrosante, virus respiratorio 

sincitial. 

·  Digestivas: alimentación oral, deposiciones, esofagitis, perforación intestinal. 

·  Metabólicas: glucosa alta, calcio bajo, niveles anormales de sodio, amoniaco alto, 

alta presencia de ácido orgánicos, temperatura ambiental alta, hipotermia. 

·  Cardiovasculares: hipotensión, hipertensión, insuficiencia cardíaca, anemia, 

hipovolemia, tono vagal. 

·  Otras: inmadurez del centro respiratorio, estado del sueño. 

 

En cuanto al patrón de respiración en los neonatos durante los primeros meses de 

vida, en los casos de recién nacidos a términos, pueden presentarse episodios infrecuentes 

de cese del flujo aéreo respiratorio, en los que la respiración regular está entrecortada por 

pausas breves. Este patrón se denomina respiración periódica, pasa de un ritmo regular a 

episodios cíclicos breves de pausas respiratorias. Esto es más frecuente en los prematuros, 

que llegan a tener pausas de 5 a 10 segundos seguidas de una explosión de respiraciones 

rápidas durante 10 a 15 segundos. No suelen asociarse con cambios de la coloración o de la 

frecuencia cardíaca y suelen cesar sin razón aparente (Aguilar C., 2003). Este tipo de 

respiración es una característica normal de la respiración neonatal y, por lo general, no 

tienen significado patológico (Oommen, 2003) (Behrman et al., 2006). 

 

La apnea patológica es una pausa respiratoria anormal, bien por ser prolongada (al 

menos 20 segundos de duración) o por estar acompañada de bradicardia (menos de 100 

latidos por minuto, l.p.m.), cianosis, palidez marcada, hipotonía o acidosis metabólica. No 

hay consenso acerca de la duración de esta pausa respiratoria, el nivel normal de saturación 

de oxígeno en sangre o de la severidad de la bradicardia que puede ser considerada como 

patológica. Algunos infantes pueden experimentar pausas en la respiración de 15 a 30 
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segundos sin efectos obvios sobre la frecuencia cardiaca o coloración de la piel; mientras 

que otros, menos maduros, muestran bradicardia y cianosis con episodios de apneas de 10 

segundos (Yu et al., 1996). 

 

2.2 Apnea de la prematuridad 
 
 
La definición ampliamente utilizada de apnea de la prematuridad (AOP, Apnea Of 

Prematurity) la refiere como un cese del flujo aéreo respiratorio durante más de 15 - 20 s, o 

con una permanencia menor pero acompañada de desaturación de oxígeno (SpO2 �  80%) y 

bradicardia (frecuencia cardíaca <2/3 de línea basal) para un rango de tiempo mayor a 4 s, 

en los recién nacidos de menos de 37 semanas de gestación (Zhao et al., 2011). 

Definiéndose la bradicardia como la disminución de la frecuencia cardíaca (FC), por 

debajo de 100 latidos por minuto (l.p.m.) o en un 33% en comparación con un valor 

promedio de 4 segundos o más (Poets et al., 1993). 

 

La apnea del prematuro se relaciona inversamente con la edad gestacional y se 

presenta en la gran mayoría de los recién nacidos con peso extremadamente bajo al nacer. 

Tanto la frecuencia como la duración de estos episodios disminuyen entre las semanas 1 y 

20 de edad postnatal. 

 

2.3 Tipos de apnea 
 
 
Desde el punto de vista etiológico la apnea del neonato se clasifica en dos grupos: 

·  Apnea primaria o idiopática. Se caracteriza por no estar asociada a alguna 

patología y es la forma más frecuente. Se postula que es consecuencia de una 

inmadurez en los mecanismos centrales del control de la respiración. 

·  Apnea secundaria o patológica. Se puede presentar en el recién nacido prematuro 

y de término. En estos casos la apnea se presenta en relación a otras patologías del 

recién nacido. Las más frecuentes son: problemas metabólicos (hipoglicemia, 

hipocalcemia, hiponatremia), alteraciones neurológicas, (hemorragia 

intracraneana, asfixia, convulsiones), infecciones, cuadros de dificultad 

respiratoria, displasia broncopulmonar entre otras. 
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De acuerdo a su forma se clasifican: 

·  Obstructiva: se caracteriza por la ausencia del flujo aéreo, con persistencia del 

movimiento de la pared torácica. Entre las posibles causas se pueden mencionar: 

inestabilidad faríngea, flexión del cuello, oclusión nasal. 

·  Central: Este tipo de apnea obedece a una disminución de los estímulos que el 

sistema nervioso central envía a los músculos respiratorios y se caracteriza por la 

ausencia tanto del flujo aéreo como de los movimientos de la pared del tórax. 

·  Mixta: Durante un mismo episodio se combinan ambas formas; por lo general se 

presenta como una apnea central prolongada, en la que al final se agregan 

esfuerzos respiratorios sin flujo aéreo. 

 

2.4 Incidencia y manifestaciones clínicas 
 
 
La apnea de la prematuridad es un fenómeno muy frecuente en los neonatos 

pretérminos cuya edad gestacional es menor a 34 semanas, siendo mayor su incidencia 

cuanto menor es el peso al nacer: 7 % en los infantes nacidos entre las 34 y 35 semanas de 

gestación, 15% entre las 32 y 33, el 54 % entre las 30 y 31; y casi todos los recién nacidos 

cuyo periodo gestacional es menor a 29 semanas o su peso al nacer es inferior a 1000 gr 

(Jaume, 1999; Zhao et al., 2011). 

 

La incidencia de apnea idiopática es inversamente proporcional a la edad de 

gestación. En los recién nacidos pretérmino es paradójico que ocurra en el primer día de 

vida; si la apnea aparece inmediatamente después del nacimiento traduce otra enfermedad. 

La apnea idiopática suele iniciarse entre el segundo y séptimo día de vida en un neonato 

prematuro que previamente se encontraba bien o en un niño a término en cualquier 

momento es un hecho crítico que justifica la valoración inmediata (Yu et al., 1996). 

 

A medida que aumenta la duración de la apnea precedente, crece la incidencia de 

bradicardia asociada, que es proporcional a la gravedad de la hipoxia. La bradicardia se 

produce en el 10% de los episodios de apnea cuya duración está comprendida entre 10 y 14 

s, en el 34% de la apnea perdurable entre 15 y 20 s, y en el 75% de incidentes mayores a 

20s (Zhao et al., 2011). Por lo general, la bradicardia ocurre seguida de la desaturación de 

oxígeno asociado con la apnea. Esta también puede seguir a la apnea sin desaturación, 
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posiblemente mediado por la estimulación del nervio vago y no necesariamente por la 

hipoxemia. 

 

2.5 Fisiopatología de la apnea 
 
 

Son muchas las condiciones clínicas que pueden desencadenar la apnea neonatal. En 

general la apnea primaria o idiopática se vincula solo con la prematuridad del infante y la 

secundaria o patológica se presenta tanto en recién nacidos prematuros como a término y 

responde a una variedad de trastornos: 

 

Tabla nro. 1 Condiciones clínicas asociadas a la apnea neonatal (Yu et al., 1996) 

Trastornos Detalle 

Prematuridad  

Infecciones Meningitis, septicemia, neumonía, enterocolitis 
necrotizante. 

Metabólicos Hipoglucemia, hipocalcemia, hipomagnesemia, 
hipernatremia, hiponatremia y acidosis 

Respiratorios 
Síndrome de dificultad respiratoria, neumonía, 
hemorragia pulmonar, atelectasia, lesiones obstructivas 
respiratorias, reflujo gastroesofágico, entre otras. 

Circulatorios Persistencia del conducto arterioso, anemia, policitemia, 
insuficiencia cardiaca, hipotensión. 

Neurológicos 

Encefalopatía hipóxica isquémica, convulsiones, 
infecciones congénitas y meningitis, hemorragia 
intracraneal, malformaciones cerebrales, encefalopatía 
neonatal bilirrubínica, entre otras. 

Inestabilidad de la 

temperatura 
Hipertermia, hipotermia, temperatura. 

 

La respiración periódica y la apnea comparten mecanismos fisiopatológicos y son 

consecuencias de un sistema de control respiratorio inmaduro. La inmadurez de los centros 

respiratorios del tronco cerebral se hace evidente principalmente en la regulación de la 

respiración, en respuesta a la deficiencia de oxígeno (hipoxia) y al aumento de la 

concentración de dióxido de carbono (hipercapnia) en la sangre. 

 

Los quimiorreceptores en los recién nacidos, particularmente en neonatos menores de 

33 semanas, limita la respuesta ventilatoria al incremento de la concentración de dióxido 
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de carbono (CO2). Al aumentar el CO2 debería incrementarse el volumen ventilatorio en un 

minuto. También se ha demostrado que la curva de respuesta al CO2 presenta una 

pendiente menor en los prematuros con apnea, lo cual indica una respuesta ventilatoria 

menos pronunciada a concentraciones crecientes de CO2 (Nimavat, 1992). Esta situación 

mejora tanto con el incremento de la edad gestacional como la postnatal. 

 

La hiperactividad de los reflejos en las vías respiratorias superiores durante el 

período neonatal puede ser también importante en la aparición de la apnea. Las paredes de 

la cavidad nasal, nasofaringe, orofaringe y la laringe contienen un gran número de 

terminaciones nerviosas sensoriales que pueden responder a una variedad de estímulos 

químicos y mecánicos produciendo episodios de apnea. 

 

Igualmente, la ventilación ineficaz puede resultar de la pérdida de la coordinación o 

sincronización incompleta de los músculos de la pared torácica inspiratoria (diafragma) y 

los músculos de las vías respiratorias superiores (laringe y faringe) en el mantenimiento de 

la permeabilidad de las vías respiratorias. La vía aérea faríngea carece de la rigidez 

intrínseca y fácilmente colapsa por la flexión del cuello, el movimiento posterior de la 

mandíbula, o la presión externa sobre el hueso hioides. 

 

Por último, el reflejo de Hering-Breuer, mediado por fibras aferentes vagales, 

disminuye la frecuencia del esfuerzo inspiratorio durante la distensión de los pulmones. 

Este reflejo es más activo en los neonatos que en los adultos, hasta el punto de que 

pequeños incrementos en el volumen pulmonar pueden causar apnea (Yu et al., 1996). El 

control final del centro respiratorio en la médula es, por tanto, una compleja función en la 

que intervienen múltiples factores estimuladores e inhibidores, tanto humorales como 

nerviosos. 

 

2.6 Diagnóstico y Tratamiento de la Apnea 
 
 

Para el diagnóstico preciso se requieren diversos registros como: medición del flujo 

nasal, impedancia torácica, frecuencia cardiaca y saturación de oxígeno. El examen físico 

incluirá la observación de los patrones de respiración, frecuencia cardiaca, saturación de 
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oxígeno y del estado neurológico tanto en fase de sueño, como de vigilia, o durante la 

alimentación. 

 

Tabla nro. 2 Evaluación del neonato con apneas (M. Jaume, 1999) 

Tipo de Evaluación Detalle 

Historia 

Complicaciones perinatales, Apgar, edad gestacional y 
postnatal, fármacos administrados al lactante o madre, 
temperaturas previas del lactante y ambiente, factores de 
riesgo de infección, tolerancia a la alimentación. 

Examen físico Examen completo enfatizando el estado 
cardiorrespiratorio y el neurológico. 

Laboratorio 

Considerar estos estudios cuando clínicamente esté 
indicado: hematócrito, glucemia, recuento de leucocitos 
y recuento diferencial, hemocultivo, punción lumbar, 
gases sanguíneos arteriales, ecografía cerebral, 
electrólitos en suero, radiografía (tórax, abdomen). 

 

Una vez que se descartan los factores que desencadenan la apnea (infección, 

deterioro de la oxigenación, trastornos metabólicos, fármacos, patología intracraneal, 

reflujo gastroesofágico, inestabilidad térmica y prematuridad), se toman las siguientes 

medidas terapéuticas de forma progresiva: 

·  Colocación en decúbito prono. 

·  Estimulación táctil. 

·  Elevación de la mandíbula para evitar obstrucción de la vía aérea superior. 

·  Administración de oxígeno: está indicada en niños con bradicardia o baja 

saturación de oxígeno para evitar hiperoxia. 

·  Medicación: se inicia cuando el número de episodios de apnea son mayores a 6-

10, no responde a estimulación táctil y se necesita de ventilación con el balón de 

resucitación auto-inflable. Inicialmente el tratamiento de elección es la teofilina o 

cafeína las cuales son efectivas en el 80% de las apneas del prematuro (M. Jaume, 

1999). 

·  CPAP: del inglés Continuous Positive Airway Pressure; es una de las estrategias 

no farmacológicas utilizadas en forma amplia para el tratamiento de la apnea. 

Consiste en proporcionar en forma continua una pequeña cantidad de aire a 

presión a través de una mascarilla mientras el paciente duerme. Es mucho más 

eficaz en apneas obstructivas o mixtas que en las centrales. 
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·  Intubación y ventilación mecánica: indicadas cuando las otras medidas 

terapéuticas han fracasado y persisten los episodios de apnea. 

 

2.7 Monitorización de la apnea de la prematuridad 
 
 
Aunque típicamente la apnea resulta de la inmadurez del sistema de control 

respiratorio del neonato, ésta puede ser el signo de la presencia de otras enfermedades 

subyacentes que afectan frecuentemente a los lactantes. Es por ello que, todos los infantes 

que presentan una edad gestacional menor a 34 semanas, deberían ser monitoreados para 

detectar eventos de apnea en el período comprendido desde el día de nacimiento hasta que 

ningún episodio ocurra, al menos durante una semana (Yu, Feng, Tsang, &Yeung, 1996).  

 
Los monitores de apnea entregan en forma continua el valor de la frecuencia 

respiratoria del paciente, accionando una alarma cuando no detecta movimientos 

respiratorios durante un período de tiempo prefijado. Este período de latencia en la 

activación de la alarma evita la detección de la apnea fisiológica durante la respiración 

periódica propia del neonato. 

 

La mayoría de los monitores antiguos requieren que el bebé se encuentre sobre un 

colchón o almohadilla neumática o de placa. En el primero de ellos, cualquier movimiento 

que resulte en una redistribución del peso del infante, producirá en una señal eléctrica por 

diferencia de presión. El colchón de placa es una lámina rígida de material plástico suave 

que en su interior aloja una resistencia eléctrica, cuyo valor se modifica con los 

movimientos respiratorios del recién nacido. El monitor de la inducción consiste en un 

imán colocado en el pecho o en el abdomen del paciente, y una bobina de campo de 

detección magnética se coloca en el colchón. Cualquier desplazamiento del imán producir 

una señal eléctrica. Por lo general, estos dispositivos no pueden distinguir entre los 

artefactos del movimiento del paciente y los movimientos respiratorios. 

 

Los monitores de impedancia transtoráxica detectan los movimientos de respiración 

mediante una señal de alta frecuencia que atraviesa el tórax del paciente a través de 

electrodos convencionales ubicados en la pared torácica. Los cambios de volumen durante 
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la respiración producen pequeños cambios en la resistencia, que se miden 

electrónicamente. 

 

Por desgracia, estos monitores pueden no detectar la apnea debida a la obstrucción de 

la vía aérea respiratoria hasta el instante en que cesan por completo los esfuerzos del 

paciente por la hipoxia prolongada. 

 

Puede ser que el mejor método de detección de apnea en la rutina clínica sea por una 

combinación de la frecuencia cardíaca detectada por electrocardiograma y saturación de 

oxígeno por oximetría de pulso. Este método permite la detección de las dos consecuencias 

de la apnea que pueden ser perjudicial: la bradicardia y la hipoxemia. 

 

2.8 Generalidades del sistema cardiovascular 
 
 
El sistema cardiovascular está compuesto de vasos sanguíneos, el corazón y la 

sangre. Su función es producir un flujo constante de sangre a los órganos y tejidos del 

cuerpo para proporcionar oxígeno y nutrientes, eliminar los productos residuales y 

transportar  las hormonas producidas por glándulas endocrinas. 

 

Los vasos sanguíneos proveen la ruta por la cual la sangre circula desde una parte del 

organismo hacia otra. El corazón bombea la sangre a través del sistema arterial con una 

presión considerable; la sangre retorna al corazón a baja presión con la ayuda de la presión 

negativa que hay en la cavidad torácica durante la inspiración y la compresión de las venas 

por los músculos esqueléticos. 

El corazón y los vasos sanguíneos forman dos circuitos para la distribución de la 

sangre en el organismo, los cuales son:  

·  La circulación pulmonar o menor: transporta sangre desde el corazón hacia los 

pulmones y desde los pulmones hacia el corazón. 

·  La circulación sistémica o mayor: transporta la sangre desde el corazón hacia los 

otros tejidos del organismo y desde esos tejidos hacia el corazón. 

 

El corazón tiene cuatro cavidades (las aurículas derecha e izquierda y los ventrículos 

derecho e izquierdo) a través de los cuales es bombeada la sangre. A la salida de las 
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cavidades hay válvulas que impiden el flujo sanguíneo retrogrado. Un tabique 

interauricular y un tabique interventricular separan los lados derecho e izquierdo del 

corazón. La aurícula derecha recibe sangre desoxigenada que retorna del cuerpo a través de 

las venas cavas superior e inferior. El ventrículo derecho recibe sangre de la aurícula 

derecha y la bombea hacia los pulmones para su oxigenación mediante las arterias 

pulmonares. La aurícula izquierda recibe sangre oxigenada que retorna de los pulmones a 

través de las cuatro venas pulmonares. El ventrículo izquierdo recibe sangre desde la 

aurícula izquierda y la bombea hacia la aorta para su distribución en el circuito sistémico o 

mayor (ver figura nro. 1). 

 

Figura nro. 1 Estructura cardíaca (Miguel Altuve, 2011) 

 

Para llevar a cabo la función de bombeo, el músculo cardiaco se compone 

principalmente de dos tipos de tejido: 

·  Miocardio contráctil: se compone de células con un gran número de fibras 

musculares capaces de contraerse en respuesta a un estímulo de suficiente 

amplitud. 

·  El tejido de conducción o tejido nodal: las células que lo forman poseen la 

capacidad específica de generar por sí mismas impulsos (automatismo) eléctricos, 
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y de conducirlos (conductibilidad) tanto a otras células similares como a las del 

miocardio, asegurando la adecuada y efectiva contracción en el bombeo. 

Los impulsos eléctricos se generan dentro del mismo corazón, específicamente en el 

nódulo sinoauricular (S-A) o sinusal, situado en la aurícula derecha en la desembocadura 

de la vena cava superior. El nódulo S-A inicia un impulso que se propaga por el músculo 

cardíaco de las aurículas. El impulso llega así al nódulo auriculoventricular (A-V) y desde 

allí es conducido a través del esqueleto fibroso hacia los ventrículos por el haz 

auriculoventricular (A-V) de His. El haz de His se divide en una rama derecha e izquierda 

y ambas continúan ramificándose en lo que se conoce como fibras Purkinje. 

 

En general el sistema cardioconector coordina la contracción de las aurículas y los 

ventrículos. La contracción comienza en las aurículas y hace que la sangre pase a los 

ventrículos. Una onda contráctil empuja la sangra hacia la aorta y el tronco pulmonar. 

 

2.9 El Electrocardiograma 
 
 

El electrocardiograma o ECG constituye el registro gráfico de la actividad eléctrica 

del corazón. Es una señal cuasi-periódica obtenida por medio de electrodos colocados en 

forma superficial sobre ciertos puntos del tórax y las extremidades. Dicha señal eléctrica es 

la integración de los potenciales de acción provenientes del miocardio que logran atravesar 

algunos centímetros de diversos tejidos y, por lo tanto, es susceptible de cambios según 

variaciones morfológicas o posicionales del corazón. 

 

Existen dos componentes principales en un ECG: las ondas y los segmentos. Las 

ondas aparecen como deflexiones por encima o por debajo de la línea de base. Los 

segmentos son secciones de la línea de base entre dos ondas. Además de estos, se 

identifican ciertos intervalos constituidos por la combinación de ondas y segmentos.  

 

En el ECG se pueden observar las siguientes ondas: 

·  Despolarización auricular: representada en el ECG por la onda P. A nivel 

espectral, esta onda se caracteriza por una componente de baja frecuencia y de 

poca energía, que limita a veces su observación en algunas derivaciones del ECG. 
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·  Repolarización auricular: representada por la onda Ta y de dirección opuesta a la 

onda P. Generalmente no es visible en el ECG porque coincide con el complejo 

QRS de amplitud mayor. 

·  Despolarización ventricular: representa la deflexión de mayor amplitud del ECG. 

El complejo QRS está constituido por tres ondas consecutivas: las ondas Q, R y S, 

que son asociadas respectivamente a los vectores medios de la activación septal, 

ventricular y basal. 

·  Repolarización ventricular: representada por la onda T. 

 

 

Figura nro. 2 Ondas, intervalos y segmentos del electrocardiograma 

(Miguel Altuve, 2011) 

 

Además, un ciclo cardiaco se caracteriza por numerosos segmentos e intervalos, tal 

como se muestra en la figura nro. 2: 

·  Intervalo RR: formado por los picos de dos ondas R consecutivas y que definen la 

frecuencia cardiaca instantánea. 

·  Intervalo PR: medido entre el inicio de la onda P y el inicio del complejo QRS. 

Representa el tiempo de conducción de la actividad eléctrica de las aurículas a los 

ventrículos. 

·  Segmento PR: periodo comprendido entre el fin de la onda P y el inicio del 

complejo QRS. Representa el tiempo de transmisión del frente de despolarización 

del nodo aurículo-ventricular. 
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·  Segmento ST: comprendido entre el fin del complejo QRS (o punto J) y el inicio 

de la fase ascendente de la onda T. Corresponde al tiempo durante el cual el 

conjunto de células miocárdicas son despolarizadas y, en el caso normal, debe ser 

isoeléctrica. 

·  Intervalo QT: comprendido entre el inicio del complejo QRS y el final de la onda 

T. Representa una indicación de la duración de las fases de despolarización y de 

repolarización ventricular (duración promedio de un potencial de acción 

ventricular). 

 

El intervalo QT varía en función de la frecuencia cardíaca, por ello es generalmente 

corregido (QTc) usando la fórmula de Bazett (Bazett, 1920): 

 

/01 � � /0 2334                                                 (2.1) 

 

2.10 Electrocardiograma del neonato 
 
 
Si bien el electrocardiograma de los adultos ha sido ampliamente estudiado tanto en 

el análisis de la morfología de las ondas (P, QRS, T) como en los intervalos de tiempo (PR, 

QT) y de duración (P, QRS, T), el electrocardiograma de los prematuros es menos 

conocido. La frecuencia cardiaca tan alta, el delgado espesor de la caja torácica y el 

proceso de desarrollo del sistema cardio-respiratorio y del miocardio de los bebés 

prematuros producen ECG muy diferentes a los de los adultos normales. Entre las 

diferencias más notables se pueden citar: 

·  Los intervalos RR, PR y QT y la duración de las ondas P, T y del complejo QRS 

son de menor duración. 

·  El tamaño del ventrículo derecho (VD) es más grueso que el ventrículo izquierdo 

(VI) en los recién nacidos mientras que el VI es mucho más grueso en los adultos. 

Este predominio del VD se refleja en el ECG por una desviación axial del 

complejo QRS a la derecha (entre 65º y 174º) [Costa et al., 1964; Park, 2007]. 

·  El intervalo QTc es prolongado en prematuros [Costa et al., 1964]. Durante los 

primeros 6 meses de vida. 

·  Los cambios de la onda T suelen ser inespecíficos y son a menudo una fuente de 

controversia. 
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·  La onda P es de mayor amplitud y más puntiaguda en las derivaciones II y VI del 

electrocardiograma [Costa et al., 1964]. 

 

En la figura nro. 3 se observa un ejemplo de un ECG de una persona adulta y de un 

neonato prematuro de 32 semanas de gestación y de 1575gr. 

 

 

Figura nro. 3 Electrocardiograma (ECG) (Miguel Altuve, 2011) 
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CAPÍTULO III 
 

SISTEMAS INTELIGENTES 
 
 

La inteligencia computacional constituye un marco de trabajo innovador para el 

desarrollo de arquitecturas híbridas que involucran redes neuronales artificiales (ANN, 

Artificial Neural Network), sistemas de inferencia difusa (FIS, Fuzzy Inference System), 

computación evolutiva (EC, Evolutionary Computation), inteligencia de enjambre (SI, 

Swarm Intelligence), entre otras. Estos enfoques utilizan una combinación de diferentes 

esquemas de representación del conocimiento, modelos de toma de decisiones y estrategias 

de aprendizaje para resolver una tarea computacional, muchas veces, específica con el 

objetivo de superar las limitaciones individuales. 

 

En la siguiente figura se muestra en síntesis los sistemas ANR, FIS y EC, y sus 

interacciones mutuas que conduce a las diferentes arquitecturas: sistemas neuro-difusos 

(FIS-NN), sistemas difusos evolutivos (EC-FIS) y redes neuronales evolutivas (EANN o 

NN-EC), esta última de interés para el desarrollo del presente trabajo. 

 

 

 

Figura nro. 4 Estructura general para las arquitecturas híbridas (Grosan & Abraham, 2011) 

��
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En el presente capítulo se desarrolla la teoría relacionada con las redes neuronales 

artificiales, las cuales ofrecen una arquitectura altamente estructurada con capacidades de 

aprendizaje y de generalización; y los algoritmos genéticos que basa sus procesos en los 

principios darwinianos de la teoría de la evolución, reproducción y selección natural 

(supervivencia del más apto). 

 

3.1 Redes neuronales artificiales (RNAs) 
 
 
Las redes neuronales artificiales tratan de emular el comportamiento del cerebro 

humano, caracterizado por el aprendizaje a través de la experiencia y la extracción del 

conocimiento genérico a partir de un conjunto de datos. Estos sistemas imitan 

esquemáticamente la estructura neuronal del cerebro, bien mediante la simulación, la 

emulación, o mediante la construcción física de sistemas cuya arquitectura se aproxima a la 

estructura de la red neuronal biológica (implementación en hardware). 

 

El elemento fundamental de los sistemas nerviosos biológicos es la neurona, una 

célula viva, que como tal, contiene todos los elementos que integran las células biológicas 

e incorpora otros componentes que la diferencian. De forma genérica, una neurona consta 

de un cuerpo o soma del que parte una rama principal o axón y un denso árbol de 

ramificaciones más cortas (árbol dendrítico), compuesto por dendritas. A su vez, el axón 

puede ramificarse y con frecuencia presenta múltiples ramas en su extremo. 

 

Desde un punto de vista funcional, las neuronas constituyen procesadores de 

información sencillos integrados por: 

·  Un canal de recepción de información representado por las dendritas, que reciben 

la información de entrada procedente de otras neuronas o del exterior. 

·  Un órgano de cómputo, constituido por el soma o cuerpo de la neurona, que 

combina e integra las señales recibidas emitiendo señales de salida en forma de 

estímulos nerviosos. 

·  Un canal de salida, el axón, envía la salida generada por el soma a las otras 

neuronas o bien directamente al músculo, en el caso de las neuronas motoras. 

 



���

La conexión entre el axón de una neurona y las dendritas de otra recibe el nombre de 

sinapsis o synapsis, y determina la fuerza y el tipo de relación entre ellas. El hecho de que 

unas sinapsis sean excitadoras o inhibidoras se determina biológicamente a través del 

aprendizaje del sujeto. 

 

 

Figura nro. 5 Estructura de una neurona biológica (Grosan & Abraham, 2011) 

�

3.1.1 Modelo de neurona artificial 
 
 

Una red neuronal artificial consiste en un número de neuronas artificiales (unidades 

de procesamiento) similar a las neuronas biológicas del cerebro, un número de conexiones 

efectuadas por enlaces ponderados, cuya función es la transmisión de las señales de una 

neurona a otra y los pesos asociados a los enlaces ponderados. La señal de salida se 

transmite a través de la conexión de salida de la neurona (análogo al axón en las neuronas 

biológicas) y esta se divide en un número de ramas que transmiten la misma señal a la 

entrada de otras neuronas en la red. Las señales de entrada y de salida son valores 

numéricos. 

 

 

Figura nro. 6 Diagrama de una neurona artificial (Grosan & Abraham, 2011) 
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La neurona artificial es un elemento de procesamiento simple que a partir de un 

vector de entradas produce una única salida (figura nro. 6). Los principales componentes 

de una red neuronal son:�

·  Un conjunto de unidades de procesamiento (neuronas). 

·  Un estado de activación Yi por cada unidad, que es equivalente a la salida de la 

unidad. 

·  Pesos sinápticos, Wij: Representan el grado de comunicación entre la neurona 

artificial j (pre-sináptica) y la neurona artificial i (post-sináptica). Pueden ser 

excitadores o inhibidores. 

·  Una regla de propagación, que integra la información proveniente de las distintas 

neuronas artificiales y proporciona el valor del potencial post-sináptico. 

·  La activación de la función f, que determina el nuevo nivel de activación 

basándose en la entrada efectiva Xi(t), vector de entrada de 5-variables, y el actual 

estado de activación Yi(t). 

·  Una entrada externa (también conocido como sesgo) � i para cada unidad. Esta es 

independiente de la entrada, pero se modela como una entrada unitaria con peso � . 

·  Una regla de aprendizaje, que determina la forma de actualización de los pesos 

sinápticos de la red (aprendizaje). 

·  Un entorno en el que debe operar el sistema, brindando señales de entrada y, si es 

necesario, señales de error. 

 

Las neuronas reciben aportes de sus vecinos o de fuentes externas y utilizan esto para 

calcular una señal de salida que se propaga a otras unidades. Aparte de este tratamiento, 

una segunda tarea es el ajuste de los pesos. El sistema es inherentemente paralelo en el 

sentido de que muchas unidades se pueden llevar a cabo sus cálculos al mismo tiempo. 

 

Dentro de las ventajas de las redes neuronales artificiales se encuentran: 

·  Aprendizaje adaptativo: capacidad de aprender a realizar tareas basadas en un 

entrenamiento o una experiencia inicial. 

·  Auto-organización: una red neuronal puede crear su propia organización o 

representación de la información que recibe mediante una etapa de aprendizaje. 
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·  Generalización: facultad de las redes neuronales de responder apropiadamente 

cuando se les presentan datos o situaciones a los que no habían sido expuestas 

anteriormente. 

·  Tolerancia a fallos: la destrucción parcial de una red conduce a una degradación 

de su estructura; sin embargo, algunas capacidades de la red se pueden retener, 

incluso sufriendo gran daño. Con respecto a los datos, las redes neuronales pueden 

aprender a reconocer patrones con ruido, distorsionados o incompletos. 

·  Operación en tiempo real: los computadores neuronales pueden ser realizados en 

paralelo, y se diseñan y fabrican máquinas con hardware especial para obtener 

esta capacidad. 

·  Fácil inserción dentro de la tecnología existente: Se pueden obtener circuitos 

integrados especializados para redes neuronales que mejoran su capacidad en 

ciertas tareas. Ello facilita la integración modular en los sistemas existentes. 

 

3.1.2 Tipos de redes neuronales artificiales 
 
 

Las arquitecturas neuronales pueden ser clasificadas atendiendo a distintos criterios: 

·  Según su estructura en capas: 

o Redes monocapas, compuestas por una única capa de neuronas, entre las que se 

establecen conexiones laterales y en ocasiones a sí mismas, denominándose 

auto-recurrentes. 

o Redes multicapas, cuyas neuronas se organizan en varias capas (de entradas, 

oculta y de salida). La capa a la que pertenece la neurona puede distinguirse 

mediante la observación del origen de la señal que recibe y el destino de la 

misma. 

·  Según el flujo de datos en la red: 

o Redes de propagación hacia delante (feedforward), en la que ninguna salida 

neuronal es entrada de unidades de la misma capa o de capas precedentes. La 

información circula desde las neuronas de entrada hacia las neuronas de salida. 

o Redes de propagación hacia atrás (feedback), en las que las salidas de las 

neuronas pueden servir de entradas a las unidades del mismo nivel (conexiones 

laterales) o de niveles previos. Estas redes presentan lazos cerrados y son 

denominados como sistemas recurrentes. 
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·  Según la regla de aprendizaje, existen tres tipos básicos de paradigmas que 

pueden utilizarse para la actualización de los pesos sinápticos en una red neuronal: 

el aprendizaje supervisado, el aprendizaje no supervisado y el aprendizaje por 

reforzamiento, cuya distinción procede del campo de reconocimiento de patrones. 

La diferencia fundamental entre los tipos de aprendizaje radica en la existencia o 

no de una agente externo o supervisor que controla el proceso de aprendizaje de la 

red: 

o Aprendizaje supervisado: se caracteriza por la presencia de un agente externo 

que controla el proceso de entrenamiento, estableciendo la respuesta que 

debería generar la red a partir de una entrada determinada. De esta forma, el 

supervisor comprueba la salida de la red, la compara con la deseada y, si existe 

diferencia, ajusta los pesos sinápticos hasta que la salida tienda a ser la 

deseada, utilizando para ello información detallada del error cometido en cada 

paso. En este tipo de entrenamiento figuran algoritmos como: aprendizaje por 

corrección de error (error de retropropagación o backpropagation), aprendizaje 

por refuerzo, aprendizaje estocástico, entre otros (Flórez L. & Fernández F., 

2008). 

o Aprendizaje no supervisado: este tipo de aprendizaje también se le llama auto-

organizado y consiste en presentarle a la red un conjunto de patrones sin 

adjuntar la respuesta deseada, por lo que la red, por medio del algoritmo de 

aprendizaje, desarrolla cualidades para detectar características de regularidades 

estadísticas en el universo de entrada. Ejemplo de este tipo de aprendizaje lo 

constituyen: el Aprendizaje hebbiano, formulado por Donald Hebb en 1949, y 

el Aprendizaje competitivo y cooperativo (De la Fuente A., Gonzalez., 

Zamarreño C., & Calonge C., 1999). 

o Aprendizaje por reforzamiento: es un aprendizaje supervisado que se basa en 

la idea de no disponer de un ejemplo completo del comportamiento deseado, es 

decir, la función del supervisor se reduce a indicar mediante una señal de 

refuerzo si la salida de la red se aproxima a la deseada y en función de ello se 

ajustan los pesos sinápticos basándose en un mecanismo de probabilidades 

(Hassoun, 1995). 
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3.2 Redes neuronales artificiales dinámicas 
 
 
Las RNAs pueden ser clasificadas dentro de dos grandes categorías: redes estáticas 

(feedforward), las cuales no presentan conexiones retroalimentadas, ni retardos en los 

enlaces entre neuronas. La salida de la red se computa directamente a partir de la señal 

presente en la entrada y de las conexiones hacia delante de las diversas neuronas. 

 

Estas redes son adecuadas para el procesamiento de patrones espaciales. En este 

caso, la información relevante se distribuye a lo largo de las coordenadas espaciales 

asociadas con cada variable que componen el conjunto de entrada. El proceso de 

entrenamiento se lleva a cabo mediante el algoritmo de retropropagación 

(backpropagation) que es la generalización de la regla de aprendizaje Widrow-Hoff para 

redes de múltiples capas y funciones de transferencias no lineales diferenciables. La figura 

nro. 7 muestra una arquitectura multicapa de una RNA. 

 

 

Figura nro. 7 Arquitectura de una red neuronal artificial estática de tres capas (Howard & 

Mark, 2004) 

 

Los elementos representados en la arquitectura mostrada en la figura de arriba, se 

describen en lo que sigue: 

·  Vector de entrada: matriz de dimensiones � )6# �  con )  igual al número de 

variables y denotada como: 

�& � 7
� 8
9

� :

;                                                 (3.1) 
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·  Matriz de pesos sinápticos de entrada: esta matriz contiene los valores de los 

enlaces ponderados entre los elementos (variables) del vector de entrada (&) y las 

neuronas de la capa de entrada l. La matriz presenta la siguiente forma: 

�� <�= � � 7
>8�8 ? > 8�:

9 @ 9
>A�8 ? > A�:

;                                    (3.2) 

 

Donde; % representa el número de neuronas en la primera capa, )  el número de 

elementos contenidos en el vector de entrada (número de variables), por lo 

que> ��� B CD#� #Ees el peso sináptico del enlace que va desde el F-ésimo elemento 

del vector de entrada hasta la G-ésima neurona de la capa de entrada. Nótese que el 

primer subíndice (fila) de cada elemento de la matriz indica la neurona destino y 

el segundo (columna), la fuente de la señal de entrada. 

·  Matriz de pesos sinápticos entre capas: contiene los pesos sinápticos de los 

enlaces originados en la H-ésima capa y dirigidos hacia la � -ésima capa dentro de 

la arquitectura de red: 

�� <�= � � 7

>8�8 ? > 8�AI

9 @ 9
> AJ�8 ? > AJ�AI

;                                (3.3) 

 

Donde %<constituye el número de neuronas de la capa destino, %= el número de 

neuronas de la capa origen, > ��� el peso sináptico del enlacen entre la G-esima 

neurona de la capa destino (� ) y el F-ésimo neurona de la capa fuente u origen. 

·  Sesgo: es un vector fila cuya dimensión se determina por el número de neuronas 

de cada capa (%). Cada elemento del vector introduce un sesgo a su neurona 

asociada; así 
 K
< B 
  corresponde al sesgo introducido a la L -ésima neurona 

perteneciente a la � -ésima capa dentro de la red. 

·  Funciones de transferencia: constituyen la función de activación de las unidades 

neuronales y determina el nuevo nivel de activación basándose en la entrada 

efectiva proveniente de la señal de entrada y/o capas previas de la red. Dentro de 

las funciones de transferencias más comunes se encuentran: 

o Limitador fuerte: esta función se utiliza generalmente en redes estáticas para 

crear neuronas que toman decisiones de clasificación. La función de 

transferencia limita la salida de la neurona a "0", si el argumento neto es 
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menor que "0", ó "1", si su argumento es mayor que o igual a "0". A 

continuación se muestra la expresión matemática y su representación 

gráfica. 

M� 5� � N
#���������-G�5 O P
P��������-G�5 Q P

R                              (3.4) 

 

 

Figura nro. 8 Función de transferencia limitador fuerte (Howard & Mark, 

2004) 

 

o Lineal: La salida de esta función de transferencia lineal es igual a su 

entrada. 

M� 5� � �5                                          (3.5) 

 

 

Figura nro. 9 Función de transferencia lineal (Howard & Mark, 2004) 

o Sigmoidal Logarítmico: comúnmente usada en redes multicapa, como la 

backpropagation, en parte porque la función es diferenciable. Esta función 

toma los valores de entrada, los cuales pueden oscilar entre más y menos 

infinito, y restringe la salida a valores dentro del rango CP� #E, de acuerdo a 

la expresión: 

M� 5� � �
8

8STUV                                      (3.6) 
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Figura nro. 10 Función de transferencia Sigmoidal Logarítmico (Howard & 

Mark, 2004) 

 

o Tangente Sigmoidal Hiperbólica: al igual que la función sigmoidal 

logarítmica, toma los valores de entrada, los cuales pueden oscilar entre más 

y menos infinito, y restringe la salida a valores dentro del rango CD#� #E: 

M� 5� � �
TVWTUV

TVSTUV                                        (3.7) 

 

 

Figura nro. 11 Función de transferencia tangente sigmoidal hiperbólica 

(Howard & Mark, 2004) 
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En contraste, las redes neuronales artificiales dinámicas (RNAD) se caracterizan por 

presentar conexiones retroalimentadas y/o retardos en los enlaces entre neuronas de la 

misma capa o de capas diferentes. La salida de este tipo de redes no solo depende del 

vector presente en la entrada, sino también de las entradas anteriores o estados previos de 

la red. Por su característica inherente de memorizar la información pasada, durante lapsos 

de tiempo corto o largos, estas redes son buenas candidatas para procesar patrones con 

dependencia espacio-temporales, ejemplo de ello lo constituyen aplicaciones de 

procesamiento de señales con énfasis en la identificación y control de sistemas dinámicos 

no lineales y predicción de series de tiempo no lineales (Medsker & Jain, 2001). 

 

Las redes dinámicas son generalmente más potentes que las redes estáticas, aunque 

un poco más difíciles de entrenar. Los algoritmos de aprendizaje recurrente en tiempo real 

(RTRL, Real Time Recurrent Learning) y backpropagation a través del tiempo (BPTT, 

Backpropagation Through the Time) se basan en la propagación de errores a través de las 

conexiones recurrentes. Sin embargo, los resultados teóricos y experimentales han 

demostrado que los métodos tradicionales pueden converger a soluciones óptimas locales 

cuando se emplean con redes dinámicas. En los últimos años, se han propuesto diferentes 

enfoques para resolver los problemas de gradiente descendiente, la mayoría de ellos 

basándose en procedimientos heurísticos, por ejemplo algoritmos evolutivos (Delgado, 

Pegalajar, & Cuélla, 2006). 

 

Dado que las redes dinámicas tienen memoria, estas tienen aplicaciones en campos 

tan diferentes como lo son: la predicción de los mercados financieros internacionales 

(Roman & Jameel, 1996), las técnicas de ecualización de canales en los sistemas de 

comunicación basados en caos (Feng, Tse, & Lau, 2003), predicción de señales en los 

sistemas de potencia (Kasabov, Venkov, & Minchev, 2003), reconocimiento de voz 

(Robinson, 1994), e incluso en la detección del síndrome de la apnea del sueño (S.A.S.) en 

adultos (Tian & Liu, 2005). 

 

Dentro de esta categoría se encuentran las redes que presentan solo conexiones hacia 

delante (feedforward) con retardo y las que tienen conexiones recurrentes entre neuronas, 

independientemente de su ubicación. A continuación se ilustran las arquitecturas de las 

redes dinámicas de interés para el desarrollo del presente trabajo: 
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·  Redes neuronales artificiales con retardo de tiempo (TDNN, Time-Delay Neural 

Network): es una modificación de las redes con conexión hacían adelante 

(feedforward) para obtener relaciones temporales entre la entrada y las 

características de salida independientemente de la posición en el tiempo. Sus 

unidades neuronales extienden la suma ponderada a un número finito de entradas 

previas. De esta manera, la salida proporcionada por cualquier capa depende del 

cómputo sobre el dominio temporal de los valores de entrada de las capas 

anteriores. Dentro de este grupo se distinguen dos categorías: FTDNN (Focus 

Time-Delay Neural Network), presenta una línea de retardo a la entrada de la red, 

este tipo de red se implementará en el presente trabajo. Las DTDNN (Distributed 

Time-Delay Neural Network), presenta líneas de retardo a la entrada de cada capa. 

 

 

 

Figura nro. 12 Estructura de la red neuronal artificial FTDNN (Howard & Mark, 2004) 

 

·  Redes neuronales recurrentes NARX (NARX, Non-linear AutoRegressive models 

with eXogenous inputs): son arquitectura de redes dinámicas comunes empleadas 

en procesos de modelización entrada-salida de sistemas dinámicos no lineales. 

Básicamente, es una red neuronal artificial multicapa con un lazo de 

realimentación entre la salida y la entrada. Tal como se observa en la figura nro. 

13, la red NARX recurrente presenta dos líneas de retardo a la entrada de la red, la 

primera asociada a la señal de entrada y la segunda, retarda la señal de 

retroalimentación proveniente de la salida. Existen muchas aplicaciones para este 
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tipo de red, se puede utilizar para predecir el siguiente valor de la señal de entrada. 

También puede ser usado para el filtrado no lineal, en el que la salida de destino 

es una versión libre de ruido de la señal de entrada. Otro uso importante de la red 

NARX recurrente se demuestra en el modelado de sistemas dinámicos no lineales 

(Medsker & Jain, 2001). 

 

 

 
Figura nro. 13 Estructura de la red neuronal artificial NARX recurrente (Howard & Mark, 

2004) 

 

·  Redes neuronales artificiales recurrentes: son redes neuronales dinámicas que 

presentan bucles de retroalimentación con un único retardo alrededor de cada 

capa, excepto para la última capa, la de salida. Una versión simplificada, 

comúnmente denominada red Elman, fue introducida por Jeffrey L. Elman en 

1990 (Elman, 1990) y está formada por solo dos capas con un lazo de 

retroalimentación alrededor de la primera capa o capa oculta. (Ver figura nro. 14). 

El estado de la red Elman depende de la entrada actual y de su propio estado 

interno que está representado por las salidas de las funciones de activación de las 

unidades neuronales pertenecientes a la capa oculta en un momento anterior al 

actual. Dicho estado interno es considerado como el contexto que proporciona 

información sobre el pasado. 
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Figura nro. 14 Estructura de la red neuronal artificial Elman (Howard & Mark, 2004) 

 

3.3 Aplicaciones de las RNAs 
 
 

La teoría de las redes neuronales artificiales ha brindado una alternativa a la 

computación clásica para aquellos problemas en los cuales los métodos tradicionales no 

han entregado resultados muy convincentes, o poco convenientes. Algunas de las 

aplicaciones más exitosas se listan a continuación (Nilsson, 1971): 

·  Minería de datos: 

o Análisis de series temporales. 

o Predicción. 

o Clasificación. 

·  Medicina: 

o Diagnosis. 

o Detección y evaluación de fenómenos médicos. 

·  Industria: 

o Control de procesos. 

o VLSI. 

o Control de calidad. 

·  Finanzas: 

o Predicción del mercado 

o Calificación crediticia 

o Detección de fraude 
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o Prevención de quiebra 

·  Ciencia: 

o Reconocimiento de patrones 

o Evaluación de ecosistemas 

o Reconocimiento de genes 

o Identificación de polímeros 

o Análisis de sistemas biológicos 

·  Análisis Operacional: 

o Programación de optimización 

o Toma de decisiones gerenciales 

·  Criminología 

·  Juegos, entre otros. 

 

3.4 Computación evolutiva 
 
 
La computación evolutiva es una rama de la computación y la inteligencia artificial 

que comprende métodos de búsqueda y aprendizaje automatizado inspirados en los 

mecanismos de la evolución natural. 

 

En la naturaleza, la evolución está determinada principalmente por la selección 

natural de los diferentes individuos que compiten por los recursos del medio ambiente. 

Aquellos individuos que mejor se adapten al entorno tienen mayor probabilidad de 

sobrevivir y propagar su material genético. 

 

La información genética del individuo (genoma) se codifica de manera que admita la 

reproducción asexual, descendencia genéticamente idéntica al padre; como la reproducción 

sexual, intercambio y reordenación de los cromosomas para producir hijos que contengan 

una combinación de información de cada padre. Esta última es la operación de 

recombinación, que se refiere a menudo como cruce debido a la forma en que se cruzan los 

cromosomas durante el intercambio. Por otro lado, la diversidad en la población se logra 

mediante la aplicación de mutaciones. 
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Por lo general, se reconocen varios dominios o campos bajo el término computación 

evolutiva (algoritmos evolutivos): 

·  Algoritmos genéticos. 

·  Estrategias evolutivas. 

·  Programación evolutiva. 

·  Programación genética. 

 

Todos ellos comparten una base conceptual común de la simulación de la evolución 

de las estructuras individuales a través de los procesos de selección, recombinación y 

mutación; y por lo tanto la producción de mejores soluciones. En general, el procedimiento 

se itera evaluando el rendimiento de las estructuras individuales, según el criterio 

predefinido por el problema (Figura nro. 15). 

 

 

Figura nro. 15 Esquema evolutivo (Grosan & Abraham, 2011) 

 

Los principios darwinianos sobre la teoría de la evolución, de la reproducción y 

selección natural (supervivencia del más apto) son la base de la computación evolutiva, y 

dichos principios se resumen en los siguientes ítems: 

·  Los individuos que sobreviven son aquellos que mejor se adaptan a su entorno 

debido a la posesión de variaciones. 

·  Los individuos que logran sobrevivir se reproducen y transmiten estas variaciones 

a su descendencia. 
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·  El paso del tiempo y las generaciones continuarán, muchas adaptaciones se 

perpetúan en las personas hasta que las nuevas especies evolucionan en formas 

diferentes de un ancestro común. 

·  Los rasgos que son beneficiosos para la supervivencia de un organismo en un 

entorno particular, tienden a ser retenidos y se transmiten, aumentando la 

frecuencia de su presencia dentro de la población. 

·  Los rasgos que tienen una baja supervivencia tienden a disminuir en frecuencia. 

·  Cuando las condiciones ambientales cambian, los rasgos que se asociaron 

formalmente con baja supervivencia pueden tener una mayor supervivencia. 

 

La correspondencia entre la evolución natural y los algoritmos evolutivos se 

representa en la figura nro. 16. 

 

 

Figura nro. 16 Correspondencia entre la evolución natural y la resolución de problemas 

(Grosan & Abraham, 2011) 

 

3.4.1 Algoritmos genéticos 
 
 
Los algoritmos genéticos son métodos heurísticos sistemáticos para la resolución de 

problemas de búsqueda y optimización basados en los mecanismos de la selección natural 

y los principios de la genética (Michalewicz, 1992). Fueron propuestos y analizados por un 

grupo de investigadores de la Universidad de Michigan en 1975, encabezado por el 

profesor John Holland (Maroto A., Alcaraz S., & G.Rubén, 2002), para tratar de imitar 
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algunos de los mecanismos fundamentales, ampliamente aceptados por biólogos, que guían 

la evolución natural (Cerrolaza & Annicchiarico, 1996): 

 

I. Los procesos de evolución operan sobre los cromosomas, elementos orgánicos 

que codifican la estructura de los seres vivientes. 

II.  La selección natural es la unión entre los cromosomas y la actuación de las 

estructuras decodificadas. Estos procesos permiten la reproducción de aquellos 

cromosomas que codifican las estructuras más exitosas dentro de su entorno de las 

que no lo son. 

III.  El proceso de reproducción ocurre, bien a través de mutaciones, donde los 

cromosomas de la descendencia difieren ligeramente de los padres, o por procesos 

de recombinación o cruce en los cuales los cromosomas de los hijos varían 

significativamente respecto al de los padres mediante la combinación del material 

genético. 

 

El funcionamiento general de un algoritmo genético se muestra en el pseudocódigo 

de la figura nro. 17. El primer paso en la aplicación de un algoritmo genético consiste en la 

generación de una población inicial. En general esta población se crea de manera aleatoria, 

y el tamaño de dicha población (la cantidad de individuos que la compone) es un 

parámetro que se define durante el diseño del algoritmo genético. Una vez generada esta 

población se debe evaluar la aptitud (fitness) de cada individuo. 

 

 

Figura nro. 17 Procedimiento general de un algoritmo genético (Grosan & Abraham, 2011) 

 

Inicio (1)
t = 0;
inicializar P(t);
evaluar P(t);
Mientras (no se cumpla la condición de parada) hacer
Inicio(2)

t = t + 1
seleccionar P(t) desde P(t-1)
recombinar P(t)
mutación P(t)
evaluar P(t)

Final(2)
Final(1)
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Durante el proceso de evaluación, se decodifica el cromosoma, convirtiéndose en una 

serie de parámetros, se calcula la solución del problema, y se le asigna una puntuación de 

aptitud en función del coste o de lo cerca que se encuentre de la mejor solución. 

Esencialmente, existen dos estrategias para asignar la puntuación a un individuo (Arahal, 

Berenguel S., & D.Francisco, 2006): 

·  Escalando: la puntuación se calcula como una función de coste. La función debe 

dar mejor ventaja al mejor individuo sobre el resto de la población. 

·  Clasificando: se clasifica la población por el coste producido y se le asigna una 

puntuación de acuerdo a su posición siguiendo una función lineal o exponencial. 

 

Utilizando dicha puntuación se seleccionan los cromosomas que se van a reproducir 

y cuáles se van a eliminar simulando la selección natural. Existen tres operadores básicos 

en algoritmo genético y sus objetivos están definidos para elegir los individuos de la 

población que tengan mayor grado de aptitud (selección), combinar el material genético de 

ellos para producir nuevos individuos (cruce) y alterar características de algunos de ellos 

para garantizar la diversidad (mutación). 

 

A continuación se describen los elementos más importantes en el diseño de la 

representación del cromosoma, los mecanismos de selección, los operadores de variación, 

los sistemas de supervivencia y los modelos de población. 

 

3.4.1.1 Codificación de las soluciones 
 
 
El algoritmo genético opera sobre una representación codificada de la solución, 

equivalente al material genético de un individuo, y no directamente sobre ella. La posible 

solución a un problema se puede representar como un conjunto de parámetros o variables. 

Estos parámetros, conocidos como genes, se colocan uno a continuación del otro formando 

una cadena de valores, a la que se hace referencia como cromosoma. En términos 

genéticos, el conjunto de parámetros representado por el cromosoma se le denomina 

genotipo. El genotipo contiene información necesaria para construir un organismo o 

estructura, denominado fenotipo (Lahoz-Beltran, 2004). 
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Existen estándares de codificación de las soluciones, dos de los más importantes para 

el desarrollo del presente trabajo son: la codificación binaria y la codificación real. A 

continuación se amplía información al respecto. 

Codificación binaria 
 
 

Probablemente el tipo más común de codificación utilizada por los algoritmos 

genéticos es la representación binaria. La compilación de las variables objeto se realiza en 

base al alfabeto binario XP� #Y, construyendo cadenas particulares de longitud Z�  definida 

por el usuario. En consecuencia, el cromosoma de la estructura estará constituido por la 

concatenación de todas las cadenas asociadas a las variables objeto y cuya extensión se 

define por la siguiente expresión: 

 

Z � [ Z�
�
�\8                                         (3.8) 

 

Donde Z�  denota el número de bits asignado a la variable G-ésima, 5 indica el número 

total de variables objeto y Z la longitud del cromosoma. 

 

La longitud de la cadena que se utiliza para codificar una variable en particular 

depende de la precisión deseada en esa variable. Una variable que requiere una precisión 

mayor debe codificarse con una cadena más grande y viceversa. En resumen, una variable 

representada por una cadena binaria de longitud Z�  contiene un total $]^  puntos en el 

espacio de búsqueda. 

 

Una codificación típica de 5  variables objetos 6 � �6 8� 6_� 6` � a � 6 �W8 � 6� ��  

empleando el alfabeto binario se ilustra a continuación: 

 

 

 

 

 

Figura nro. 18 Codificación binaria (Grosan & Abraham, 2011) 

 

Z8� Z̀ � Z� W8�Z_� Z� �

6_�68� 6� �6` � 6� W8�
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La codificación de las variables objeto en una cadena binaria permite que el 

algoritmo genético pueda aplicarse a una amplia variedad de problemas. Esto se debe al 

hecho que el algoritmo opera sobre la cadena de bits y no con las variables directamente. 

Igualmente, el número real de las variables y la dimensión del espacio de búsqueda del 

problema están enmascarados por la codificación, lo que permite que el mismo código de 

algoritmo genético pueda ser utilizado en diferentes problemas sin realizar cambios 

significativos. 

 

Por otro lado, el esquema de decodificación, extrae la variable objeto de su 

correspondiente cadena de bit �b �8 � a � b �� �� , donde b�� B�XP�#Y]^, desde el cromosoma de la 

estructura o individuo. Conociendo la longitud de la cadena binaria � Z� �  y los valores reales 

de los límites superiores e inferiores de las variables objeto, se utiliza la siguiente función 

de decodificación cd� e�XP�#Y]^ f Cg� � h� Ei : 

6� � g � j
k^Wl ^

_m̂W8
n[ b��] ^W�� $�]^W8

�\o p                              (3.9) 

 

La ecuación (3.2) es una función de decodificación lineal que asigna el valor entero 

decodificado de la cadena binaria Z�  al intervalo real Cg� � h� E. Así, la operación d � d 8 q

�d_ q a�q �d �  entrega un vector de valores reales mediante la interpretación de números 

enteros codificados en el alfabeto binario y concatenado en una cadena de bits 

(cromosoma). 

 

Como se desprende de la anterior función de decodificación, la máxima precisión 

posible para la variable objeto 6�  es � h� D g� � � $]^ D #�4 . Conociendo la precisión deseada 

y los límites inferior y superior de cada variable objeto, se determina el menor tamaño de 

la cadena de bits necesaria para codificar dicha variable. 

 

A menudo, en problemas de búsqueda y optimización, algunas variables de objeto 

admiten valores reales negativos y positivos. Si el intervalo de búsqueda en dichas 

variables es el mismo en el espacio real positivo y negativo (6� B XDg� � g� Y), un esquema 

de codificación especial se puede utilizar. Este consiste en emplear el primer bit para 

codificar el signo de la variable y el resto (Z� D #) para la representación de la magnitud 
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dentro del rango XP� g� Y. Resulta que este esquema de codificación no es muy diferente al 

esquema de codificación simple aplicado sobre el espacio de búsqueda completo. 

 

Codificación Real 
 
 

La representación más común en los algoritmos genéticos es la codificación binaria 

en cadena de longitud fija. Sin embargo, en problemas de optimización con variables 

objeto pertenecientes al dominio continuo, es natural representar los genes directamente 

como números reales para estar lo más cerca posible a la formulación originaria del 

problema; es decir, eliminar la diferencia entre el genotipo (codificación) y el fenotipo 

(espacio de búsqueda). 

 

El inicio en el uso de la codificación real surge con aplicaciones específicas tales 

como: 

·  Vectores de números reales punto flotante para la optimización de funciones 

numéricas (Davis, 1991;Wright, 1991;Michalewicz, 1992); diseños de filtros 

(Corcoran, 1994) y sintonización de controles de lógica difusa (Herrera, Lozano, 

& Verdegay, 1995); 

·  Vectores de números enteros para el diseño paramétrico de aeronave (Bramlette & 

Bouchard, 1991); 

·  Vectores basados en orden para problemas de optimización de itinerarios y el 

problema del vendedor ambulante (Whitley, 1991); 

·  Expresiones LISP para la evolución de los programas de ordenador (Koza, 1997); 

entre otros. 

 

La codificación real en el algoritmo genético consiste en un vector de números reales 

(punto flotante, enteros) cuya precisión está restringida a la que presenta el computador u 

ordenador donde se ejecute el algoritmo, el tamaño del cromosoma mantiene la misma 

longitud del vector solución, por lo que cada gen dentro del cromosoma constituye una 

variable del problema y los valores de los genes están forzados a permanecer dentro del 

intervalo establecido por las variables que representan. Un ejemplo de una representación 

real para 5 variables (6 � �6 8� 6_� 6` � a � 6 �W8 � 6� �� ) se muestra a continuación: 

  



���

 

 

 

 

Figura nro. 19 Codificación real punto flotante (Grosan & Abraham, 2011) 

 

El uso de un cromosoma con parámetros reales hace que sea posible manipular 

grandes espacios de búsquedas, lo cual es difícil de lograr en implementaciones binarias 

donde el aumento del dominio significa sacrificar la precisión suponiendo una longitud 

fija. Otra ventaja significativa, es su capacidad para explotar la gradualidad de las 

funciones con las variables continuas, donde el concepto de gradualidad se refiere al hecho 

de que ligeros cambios en las variables corresponden a leves cambios en la función. Esto 

permite el ajuste local de la solución a través de operadores genéticos como la mutación no 

uniforme, la cual admite la sintonización de la solución de una manera adecuada y más 

rápida que en la codificación binaria, donde la afinación es difícil debido al efecto 

acantilado Hamming (Herrera, Lozano, & Verdegay, n.d.). 

 

Representación con números enteros 
 
 

En este tipo de codificación, los individuos están constituidos por cadenas de 

números enteros cuyos valores pueden estar restringidos a un conjunto finito o pueden ser 

todo el conjunto de números enteros. La figura nro. 20 muestra un ejemplo relacionado a la 

codificación con números enteros. 

 

 

 

 

Figura nro. 20 Codificación basada en orden (Grosan & Abraham, 2011) 

 

Representación basada en orden 
 
 

Este tipo de representación se utiliza para problemas de optimización de 

itinerarios/secuencias. En este caso, los individuos de la población son representados como 

6_�68� 6� �6� W8�6` �

6_�68� 6� �6� W8�6` �
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permutaciones; es decir, dado 5 objetos únicos, existen 5r permutaciones de los objetos 

existentes. El cromosoma para este tipo de representaciones se muestra a continuación. 

 

 

 

 

Figura nro. 21 Codificación basada en orden (Grosan & Abraham, 2011) 

 

Dos de los ejemplos más destacados sobre la representación basada en orden lo 

constituyen: 

·  El problema del vendedor ambulante (TSP, Traveling Salesman Problem): en este 

problema a cada ciudad se le asigna un número entero único entre # y 5. Donde 5 

representa el número total de ciudades que el vendedor debe visitar. Una solución 

es una permutación de los números #� $� a � 5 que constituye el orden en el que el 

vendedor visita las ciudades. 

·  El problema de s-Reinas (s-Queens Problem): consiste en un tablero de ajedrez 

de dimensiones s�t�s  donde se ubican s reinas. El objetivo es igualar un estado 

con s reinas sobre el tablero de ajedrez sin producirse ningún ataque entre ellas. 

 

3.4.1.2 Inicialización de la población 
 
 

La inicialización de la población constituye el segundo paso en el desarrollo del 

algoritmo genético, una vez que la representación ha sido decidida. La inicialización 

consiste en generar al azar un conjunto determinado de individuos en la representación 

elegida: 

·  Representación binaria: un individuo es una cadena de bits XP� #Y y los genes 

pueden ser inicializados con los valores 0 ó 1 con la probabilidad de 0.5. 

·  Representación real: un individuo es un vector de números reales y los genes se 

pueden inicializar con valores aleatorios reales dentro de un dominio dado (si el 

dominio es finito), o pueden ser inicializado usando una distribución: Gauss, 

Cauchy, entre otras. 

6_�68� 6� �6� W8�6` �
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·  Representación con números enteros: el individuo es una cadena de números 

enteros de longitud 5, cada gen se inicializa con un valor al azar del conjunto de 

números enteros o de un dominio de ellos. 

·  Representación basada en orden: el individuo es una permutación de tamaño 5, 

cada gen se inicializa con un valor entre �X#� a � 5Y, el cual no se produce en genes 

anteriores, ya inicializados. 

 

3.4.1.3 Mecanismos de selección 
 
 

La selección llevada a cabo en los algoritmos genéticos es una versión artificial de la 

selección natural de las especies, basada en el principio de la supervivencia de los 

individuos mejores dotados y más preparados para sobrevivir a los obstáculos impuestos 

por la naturaleza. En los algoritmos genéticos, la adecuación y preparación de un individuo 

está representado por un valor de aptitud. Por lo tanto, serán los individuos con un mejor 

valor de aptitud aquellos que tendrán mayor probabilidad de permanecer en la población 

para poder así cruzarse con otros individuos y pasar su material genético a la próxima 

generación. 

 

Existen dos conceptos básicos para valorar el desempeño de cada individuo que 

eventualmente se usan como sinónimos. Sin embargo, ambos conceptos son diferentes. El 

primero de ellos es la función de evaluación, o función objetivo, provee una medida del 

desempeño del individuo. Indica que tan buena es la solución obtenida tras la aplicación de 

este conjunto de parámetros, independientemente de la aplicación de esta función sobre 

otro individuo. En general, esta medida se obtiene tras la decodificación de un cromosoma 

en el conjunto de parámetros que representa. 

 

Por otra parte, existe la función de aptitud que siempre está definida con respecto al 

resto de los individuos de la población. Indica que tan buena (o mala) es una solución 

comparada con el resto de las soluciones obtenidas hasta el momento. El valor obtenido 

por esta función se traduce, tras la aplicación del operador de selección, en oportunidades 

de reproducción. 
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Para simular el proceso natural, cada individuo será copiado un determinado 

números de veces para formar una población intermedia que sustituye a la población 

anterior. Es decir, los individuos mejores dotados recibirán mayor número de copias que 

los peores, que pueden incluso no recibir ninguna copia y por lo tanto desaparecer. 

 

Los procesos de selección pueden ser implementados de diversas formas. A 

continuación se abarcan algunos de los más importantes: 

·  Selección por torneo. 

·  Selección proporcional. 

·  Selección por ruleta. 

·  Selección por muestreo estocástico. 

·  Selección basada en rango. 

 

Selección por torneo 
 
 

La selección por torneo es uno de los mecanismos más simples y adecuado cuando el 

tamaño de la población es muy grande y no es práctica la comparación o clasificación de 

todos los individuos a la vez. Este método elige aleatoriamente un conjunto de 

cromosomas y escoge el mejor de ellos para la reproducción (Gen & Cheng, 2000). Hay 

dos versiones conocidas de la selección de torneo: 

·  Torneo binario: dos individuos son seleccionados al azar de la población y el 

mejor entre ellos (en términos de valor de aptitud) se mantiene en un conjunto 

separado. El procedimiento se repite hasta que el número de individuos 

seleccionados es igual al número requerido de padres. 

·  K-torneo: es una generalización del torneo binario en el sentido de que un grupo 

de L-individuos es seleccionado al azar de la población y el mejor individuo de 

entre todos se mantiene en un conjunto separado. El proceso entonces se itera 

hasta cubrir el número requerido de padres 
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Selección proporcional 
 
 

La selección proporcional es una forma popular de selección, este enfoque implica la 

creación de un número de descendientes en proporción a la aptitud de un individuo. Esta 

perspectiva fue propuesta por Holland (1975) y se ha utilizado ampliamente en muchas 

implementaciones de los algoritmos evolutivos. 

 

Se denota M� , la función de aptitud del individuo i-ésimo en la población de tamaño �  

(número de individuos de la población). 

M��e�uv f w S                                               (3.10) 

 

Donde uv  es el espacio de las variables objeto. La función asigna los puntajes brutos 

de la función objetivo, que mide típicamente algún costo a minimizar o alguna recompensa 

que se maximiza, en un intervalo no negativo. La función de aptitud es a menudo una 

composición de la función objetivo y una función de escala 

 

Una vez que los valores de aptitud son asignados, el siguiente paso es crear una 

distribución de probabilidad (� �� ) tal que la posibilidad de seleccionar un individuo dado 

para la reproducción sea proporcional a su aptitud. Por lo tanto: 

� �� �
x^

[ x^
y
^z{

                                             (3.11) 

 

Esto significa que la probabilidad de selección depende del valor absoluto de la 

aptitud individual en comparación con los valores absolutos de la aptitud del resto de la 

población. Sin embargo, a medida que el algoritmo evolutivo avanza, la población a 

menudo se vuelve dominada por individuos de alto rendimiento con una gama estrecha de 

valores objetivos. En este caso, las funciones de aptitud tienden a asignar valores de 

acondicionamiento similares a todos los miembros de la población, lo que lleva a una 

pérdida en la presión selectiva hacia los mejores individuos, provocando la convergencia 

prematura del algoritmo. 

 

Para abordar este problema, se emplean métodos de escalamiento del desempeño 

(Grefenstette, 1997a), los cuales acentúan las pequeñas diferencias entre los valores de la 
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función objetivo de los individuos, y se utilizan a menudo con el fin de mantener un nivel 

productivo de presión selectiva. 

 

Selección por rueda de ruleta 
 
 

La selección por rueda de ruleta, también se denomina muestreo estocástico con 

remplazo, es un algoritmo de muestreo encargado de producir las copias cromosómicas 

para la población intermedia. Este proceso consiste en representar la población actual sobre 

la rueda de la ruleta, donde cada individuo o cromosoma � �  se simboliza por un espacio 

proporcional a su correspondiente probabilidad de selección � �� � � � � . Por el repetido giro 

de la rueda, los cromosomas son escogidos a través de un puntero para ocupar las vacantes 

en la población intermedia (padres). 

 

La figura nro. 22 muestra un ejemplo práctico, consiste en nueve individuos con sus 

respectivos valores de aptitud (M� ) y de probabilidad de selección (� �� ). El individuo 1 

presenta el valor más alto de aptitud y ocupa el intervalo más grande de la línea y de la 

rueda de la ruleta; mientras que el individuo 9, con menor capacidad de adaptación, 

presenta el intervalo más pequeño. 

 

 

 

 

 

 

 

 

 

 

 

 

Figura nro. 22 Selección por rueda de la ruleta (Grosan & Abraham, 2011) 



���

El proceso de selección para la conformación de la población intermedia parte con la 

generación independiente de números aleatorios distribuidos uniformemente entre CP�#E. 

Para el presente ejemplo se genera los siguientes cinco números aleatorios: 

X�P|}#� P|~~� P|•€� P|##� P|•€�Y 

 

Los cinco individuos seleccionados mediante el puntero en cada ensayo se pueden 

observar en la figura nro. 23, donde se muestra el proceso de selección de los sujetos junto 

con los intentos de muestreo posteriores. 

 

 

Figura nro. 23 Proceso de selección de los individuos (Grosan & Abraham, 2011) 

�

Siendo los individuos elegidos X•� $� ‚� #� ~ Y. Este algoritmo de selección provee un 

mecanismo sin sesgo pero exhibe una alta varianza en el número de copias asignada a cada 

individuo. Por ejemplo, es posible que el individuo con la mayor probabilidad de selección 

resulte sin ninguna descendencia en una generación particular (Grefenstette, 1997a). 

 

Selección por muestreo estocástico uniforme 
 
 

Este algoritmo de muestreo fue propuesto por James Baker en 1987 y exhibe la 

menor dispersión en la asignación del número de copias a cada cromosoma, en 

comparación con el muestreo estocástico con remplazo o rueda de la ruleta. 

 

Básicamente, simula la rueda de la ruleta con � -punteros igualmente espaciados 

garantizando que el número de duplicados de cualquier cromosoma � �  esté colindante a su 

valor esperado de copias, es decir � � �� � � � � | � � . En un solo giro de la rueda se determina el 

número de copias asignados a cada cromosoma � � , que corresponde con el número de 

punteros vinculados a la región asociada con la probabilidad de selección del cromosoma 

� � . En la figura nro. 24 se muestra el proceso de selección de cinco individuos (� � € ), la 
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distancia invariable entre los punteros (# �4 � P|$ ), y la ubicación del primer puntero 

(P|#). 

 

 

Figura nro. 24 Selección por muestreo estocástico universal (Grosan & Abraham, 2011) 

 

Después de la selección, la población intermedia del ejemplo anterior la constituye 

los siguientes cinco individuos X#� $� ~� €� ƒY. 

 

Selección basada en rango 
 
 

En la selección basada en rango, los individuos que conforman la población 

intermedia se escogen según el orden de clasificación de sus valores de aptitud. Es por ello 

que la probabilidad de selección asignada a cada uno depende sólo de su posición en el 

ordenamiento y no del valor de su aptitud real (Grefenstette, 1997b). 

 

Este tipo de selección elimina la necesidad del escalado del valor de aptitud (fitness) 

de los sujetos, ya que la presión selectiva se mantiene incluso si los valores de la función 

objetivo convergen a un rango muy estrecho. Este hecho se evidencia al comparar la 

técnica de selección proporcional, en la cual un “súper” individuo, es decir, una persona 

con valor objetivo muy superior al resto, podría hacerse cargo de la población entera en 

una sola generación a menos que se establezca un límite artificial en el número máximo de 

descendientes que genere. En cambio, la selección basada en rango ayuda a evitar la 

convergencia prematura debido a los "súper" individuos, ya que al mejor sujeto siempre se 

le asigna una probabilidad de selección igual que al resto, independientemente de su valor 

objetivo. 
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Se distinguen dos formas del algoritmo de selección basada en rango, a continuación 

se listan (Grefenstette, 1997b): 

·  Rango lineal: asigna una probabilidad de selección a cada individuo que es 

proporcional a su rango. Dada una población de tamaño � , el sujeto menos apto 

se le define un rango igual a cero y el más aptos se define como �� D #� . Para un 

algoritmo generacional, el rango lineal se puede implementar mediante la 

especificación de un único parámetro „ …†�K, el número esperado de hijos que se 

asignará al sujeto mejor dotado en cada generación. La probabilidad de selección 

para el individuo G se define entonces como sigue: 

� � � G� �
‡ ˆ‰VŠS�C…†�K��� � ‹W8 �4 E�Œ̂‰VŠW‡̂ ‰VŠ�

‹
                    (3.12) 

 

Donde 	 …†�K representa el número de descendiente esperado de los sujetos con el 

peor desempeño. La suma de las probabilidades de selección es entonces: 

•
	 …†�K j C�b5L � G� � D #4 E�„ …†�K D 	 …†�K�

�

‹W8

�\o

 

� 	 …†�K j
„ …†�K D 	 …†�K

��� D #�
• G

‹W8

�\o

 

� 	 …†�K j
„ …†�K D 	 …†�K

$
 

�
Œ̂‰VŠS‡ ˆ‰VŠ

_
                                       (3.13) 

 

Lo que implica que 	 …†�K � $ D „ …†�K , y # Q „ …†�K Q $. Esto es, el número 

esperado de descendientes por parte del mejor individuo no es más que el doble de 

la media de la población. Este tipo de clasificación muestra cómo se puede evitar 

la convergencia prematura causada por el 'súper' individuo. 

 

·  Rango No lineal: establece las probabilidades de selección no proporcionales al 

rango que ocupa cada individuo dentro de la población. Ejemplo de ello, lo 

constituyen las probabilidades de selección proporcional al cuadrado del rango: 

&��Ž ˆ‰VŠ
� G� �

‡S•…†�K � � � • � ‹W8 � •4 ‘�ŒW‡�

�
                      (3.14) 
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Donde, ’ � �„ D 	���$� D #� } � � D # � j �	4 � es un factor de normalización 

donde P Q 	 Q „ , de manera tal que la probabilidad de selección presenta un 

rango entre 	 ’4 �“� „ ’4 .  

 

Una vez que se ha realizado la selección para la formación de la población 

intermedia, los operadores de cruce y mutación se aplican. 

 

3.4.1.4 Operadores de variación 
 
 

En cualquier técnica de computación evolutiva, la representación de un individuo 

dentro de la población y el conjunto de los operadores de variaciones utilizados para 

modificar el código genético constituyen, probablemente los dos componentes más 

importantes del sistema utilizado y, a menudo, determinan el éxito o fracaso del sistema. 

Por ende, la representación de las variables objeto debe ser elegida considerando los 

operadores de variación que se van a utilizar en la simulación, y viceversa. 

 

Los operadores de variación más importantes son la recombinación o cruce y la 

mutación. Cada uno de ellos cuenta con formatos específicos para las diferentes 

representaciones y serán presentados en lo que sigue. 

 

Operador de recombinación 
 
 

El operador de recombinación es un método para compartir información entre dos 

cromosomas, éste combina las características de dos padres para formar dos descendientes 

con la posibilidad de que buenos cromosomas pueden generar mejores. Generalmente, este 

operador no se aplica a todos los pares de cromosomas de la población intermedia, una 

elección al azar se utiliza en donde la probabilidad de cruce dependerá de la probabilidad 

definida por la tasa de recombinación (� � ). 

 

La aplicación del operador de recombinación se realiza por medio de tres 

mecanismos diferentes: 

·  Mecanismo de selección para el apareamiento: determina la forma en que los 

cromosomas se acoplan para aplicar el operador de cruce o recombinación. El 
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mecanismo más utilizado es la selección aleatoria de un par de cromosomas que 

fungirán como padres. 

·  Mecanismo de generación de la descendencia: este mecanismo produce nuevos 

cromosomas (descendencia) provenientes de la combinación numérica de los 

genes de cada pareja de padres formados por el mecanismo de apareamiento. 

Todos los mecanismos para la generación de los hijos propuestos para la 

codificación binaria pueden ser adaptados para trabajar bajo la codificación real. 

Sin embargo, esta última ofrece la posibilidad de definir una amplia variedad de 

mecanismos especiales de generación de sujetos aprovechando su naturaleza 

numérica. 

·  Mecanismo de selección de la descendencia: Entre todos los hijos generados para 

cada conjunto de padres, este mecanismo escoge los que serán miembros de la 

población. Uno de los más utilizados es la selección del mejor descendiente como 

elemento para la siguiente población. 

 

Recombinación para la codificación binaria 
 
 

Sean � 8 � �’ 8
8� a � ’ �

8�  y � _ � �’ 8
_� a � ’ �

_� dos cromosomas de longitud 5 , los 

seleccionados para aplicar el operador de cruce: 

·  Cruce simple: una posición G� BX#� $� ~� a � 5 D #Y es escogida aleatoriamente y 

dos nuevas descendencias son generadas. 

 

” { \•� {
{ �a�� ^

{ �� ^–{
• �a�� V

• —

” • \•� {
• �a�� ^

• �� ^–{
{ �a�� V

{ —
                              (3.14) 
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Figura nro. 25 Cruce simple (Grosan & Abraham, 2011) 

 

·  Cruce multipunto: dos puntos de cruce �G� F� BX#� $� a � 5 D #Y con G Q F) son 

seleccionados aleatoriamente y los segmentos de los padres definidos por dichos 

puntos son intercambiados para la generación de la descendencia. 

 

” { \ n� {
{ �� •

{ �a�� ^
{ �� ^–{

• �a�� ˜
• �� ˜–{

{ �a�� V
{ p

” • \ n� {
• �� •

• �a�� ^
• �� ^–{

{ �a�� ˜
{ �� ˜–{

• �a�� V
• p

                      (3.15) 

 

 

Figura nro. 26 Cruce Multipunto (Grosan & Abraham, 2011) 
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·  Cruce uniforme: los valores en cada gen de la descendencia 

( ™K � •š 8
K� a � š �

K� a � š �
K—, L � #� $ ) son creado por una elección aleatoria 

uniforme de entre los valores presente en los genes de los padres. 

 

š�
K � ›

’ �
8���������-G�g � P

’ �
_���������-G�g � #

R                                     (3.16) 

 

 

Figura nro. 27 Cruce uniforme (Grosan & Abraham, 2011) 

 

Recombinación para la codificación real 
 
 
En esta sección, se clasifica a los operadores de cruce para la codificación real 

centrándose en las características asociadas al mecanismo de generación de la 

descendencia. Dado � 8 � �’ 8
8� a � ’ �

8�  y � _ � �’ 8
_� a � ’ �

_� , dos cromosomas de longitud 5 

seleccionados para la recombinación, la taxonomía se compone de los siguientes cuatro 

grupos: 

Operadores de cruce discreto 
 
 
En esta categoría todos los operadores de cruce presentados para la codificación 

binaria son directamente aplicables a la codificación real. El valor de cada gen en la 

descendencia coincide con el valor del gen en uno de los padres (š� B X’ �
8� ’ �

_Y); es decir, 

los valores de los genes en los padres no se transforman numéricamente para la obtención 
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de los valores de los genes dentro de la descendencia. El efecto de estos operadores sobre 

el rango de valores para la generación de genes se observa en la figura nro. 28. En este 

subgrupo se incluyen los siguientes tipos de operadores: 

 

·  Cruce Simple: se escoge una posición G� BX#� $� ~� a � 5 D #Y aleatoriamente y 

dos nuevas descendencias son generadas. 

 

” { \•� {
{ �a�� ^

{ �� ^–{
• �a�� V

• —

” • \•� {
• �a�� ^

• �� ^–{
{ �a�� V

{ —
                                   (3.17) 

 

·  Cruce multipunto: dos puntos de cruce �G� F� BX#� $� a � 5 D #Y con G Q F) son 

seleccionados aleatoriamente y los segmentos de los padres definidos por dichos 

puntos son intercambiados para la generación de la descendencia. 

 

” { \ n� {
{ �� •

{ �a�� ^
{ �� ^–{

• �a�� ˜
• �� ˜–{
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                       (3.18) 

 

·  Cruce uniforme: los valores de los genes de la descendencia (™K �

•š 8
K� a � š �

K� a � š �
K—, L � #� $ ) son creado por una elección aleatoria uniforme de 

entre los valores presente en los genes de los padres. 

 

š�
K � ›

’ �
8���������-G�g � P

’ �
_���������-G�g � #

R                                     (3.19) 

 

 

Figura nro. 28 Efecto de los operadores de cruce discreto (Herrera, Lozano, & Sánchez, 

2003) 
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Operadores de cruce basados en agregación 
 
 

Este grupo incluye los operadores que utilizan una función que combina 

numéricamente los valores de los genes pertenecientes a los padres para generar los valores 

de los genes de la descendencia. Siendo Cb� � 
 � E el intervalo de posibles valores para el G-

ésimo gen, la función de agregación, M� eCb� � 
 � Ef Cb�
œ� 
 �

œE (Cb�
œ� 
 �

œE� • � Cb� � 
 � E), deben ser 

provista y el valor del G-ésimo gen de la descendencia se calcula mediante la función de 

agregación M� �’ �
8� ’ �

_�  (ver figura nro. 29). A continuación se listan los tipos de operadores 

pertenecientes a esta clase: 

 

 

Figura nro. 29 Posibles valores generados por una función de agregación (Herrera et al., 

2003) 

 

·  Cruce aritmético: las dos descendencia ™K � �š 8
K� a � š �

K� a � š �
K�  para L � #� $  

son generadas a través de las funciones (figura nro. 30). 

 

ž ^
{ \Ÿ� � ^

{ S�8WŸ� � ^
•

ž ^
• \Ÿ� � ^

• S�8WŸ� � ^
{                                       (3.20) 

 

Donde ¡ B � CP� #E e G BX#� $� a � 5Y 

 

 

Figura nro. 30 Cruce aritmético (Herrera et al., 2003) 
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·  Cruce geométrico: la descendencia generada™K � �š 8
K� a � š �

K� a � š �
K� , para 

L � #� $  es: 

ž ^
{ \� ^

{ ¢
 � ^

• {U¢

ž ^
• \� ^

• ¢
 � ^

{U¢                                           (3.21) 

Donde £ B CP� #E. 

 

 

Figura nro. 31 Cruce geométrico (Herrera et al., 2003) 

 

·  Cruce lineal: la generación de tres descendientes ™K � �š 8
K� a � š �

K� a � š �
K� , para 

L � #� $� ~|  se calcula a través de las siguientes expresiones: 

š �
8 �

8

_
’ �

8 j
8

_
’ �

_

š �
_ �

`

_
’ �

8 D
8

_
’ �

_

š �
` �

8

_
’ �

8 j
`

_
’ �

_

                                         (3.22) 

 

El mecanismo de selección de la descendencia consiste en la escogencia de dos de 

los más prometedores individuos para la posterior sustitución de los padres. 

 

 

Figura nro. 32 Cruce Lineal (LX) (Herrera et al., 2003) 

 

·  Cruce heurístico de Wright: suponiendo que el sujeto � 8  presente un mejor 

desempeño que el sujeto � _. Entonces, la descendencia ™K � •š 8
K� a � š �

K� a � š �
K— 

para valores de L � #� $ , se determina a partir de la siguiente expresión: 

š�
K � g   � ’ �

8 D ’ �
_� j ’ �

8                                   (3.23) 

  



���

Donde g corresponde a un valor real aleatorio perteneciente al intervalo CP� #E. 

 

 

Figura nro. 33 Cruce heurístico de Wright (Herrera et al., 2003) 

 

Operadores de cruce basados en el vecindario 
 
 

Este grupo de operadores de cruce determinan los genes de la descendencia a través 

de la extracción, basada en una distribución de probabilidad, de valores reales contenidos 

en intervalos asociados a la vecindad de los genes de los padres (figura nro. 34). A 

continuación se listan los más importantes: 

 

 

Figura nro. 34 Vecindad de los genes de los padres (Herrera et al., 2003) 

 

·  Cruce BLX-� : generan dos hijos ™K � •š 8
K� a � š �

K� a � š �
K—, L � #� $  a través de la 

selección aleatoria (uniforme) de un número š�
K  perteneciente al intervalo 

C� ��� D �   	� � �†� j �   	 E, donde � �†� � ¤b6 X’ �
8� ’ �

_Y, � ��� � ¤G5 X’ �
8� ’ �

_Y e 

� � � � �†� D � ��� . El valor de la variable �  lo fija el usuario. 

 

 

Figura nro. 35 Cruce BLX-�  (Herrera et al., 2003) 
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·  Cruce BLX-� -� : suponiendo que � 8 es el padre con el mejor valor de desempeño, 

entonces la descendencia ™K � •š 8
K� a � š �

K� a � š �
K— con L � #� $  se origina a partir 

de la selección aleatoria uniforme de un número perteneciente al intervalo: 

š�
K � ›

C’ �
8 D �   	� ’ �

_ j �   „ E��������������-G ¥ ��� ’�
8 ¦ ’ �

_

C’ �
_ D �   „� ’ �

_ j �   	 E���������’b-§�’§5¨�b�G§
R                (3.24) 

 

Los valores de �  y �  son designados por el usuario. 

 

 

Figura nro. 36 Cruce BLX-� -�  (Herrera et al., 2003) 

 
·  Cruce simulación binaria: las dos descendencias son generadas ™K �

�š 8
K� a � š �

K� a � š �
K� , para L � #� $� , a partir de: 

ž ^
{ \

{
•
 •� 8WŒŠ�  � ^

{ S� 8SŒŠ�  � ^
• ‘

ž ^
• \

{
•
 •� 8SŒŠ�  � ^

{ S� 8WŒŠ�  � ^
• ‘

                               (3.25) 

 

„ K� O P�  Es una muestra de un generador de números al azar que tiene la 

densidad: 

��©� � ª

8

_
  � © j # � „ «¬ �����������������������-G�P ¦ „ ¦ #

8

_
  � © j # � 8

Œ­–• ¬ �����������������������-G���„ ® #���
R             (3.26) 

 

Esta distribución se puede obtener a partir de una generación de números 

aleatorios uniforme g�P� #� , a través de la transformación siguiente: 

„�g� � ª
�$g� 8 «S84 ��������������������-G�g� P� #� ¦

8

_

C$�# D g� E
8

�«S8�¯ ����-G�g�P� #� ®
8

_

R                 (3.27) 
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Figura nro. 37 Cruce simulación binaria (Herrera et al., 2003) 

 

Operadores de cruce híbridos 
 
 

Estos operadores producen la descendencia mediante la combinación de diferentes 

mecanismos de generación de hijos. Esto permite tener genes en diferentes zonas del rango 

de valores en la reproducción de los genes. 

 

·  Cruce aritmético Máx-Min (MMAX) : se generan cuatro descendencia ™K �

�š 8
K� a � š �

K� a � š �
K�  con L � #� $� ~� • , donde el valor de cada gen de los hijos viene 

dado por: 

š �
8 � ¡’ �

8 j � # D ¡ � ’ �
_�

š �
_ � ¡’ �

_ j � # D ¡ � ’ �
8�

š �
` � ¤G5 X’ �

8� ’ �
_Y

�                                 (3.28) 

š�
° � ¤b6 X’ �

8� ’ �
_Y 

 

Los dos mejores cromosomas son seleccionados como la descendencia para la 

nueva población. 

 

 

Figura nro. 38 Cruce MMAX (Herrera et al., 2003) 
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Operador de mutación 
 
 

La mutación altera arbitrariamente uno o más genes del cromosoma seleccionado a 

fin de aumentar la variabilidad estructural de la población. Básicamente, el rol del operador 

de mutación es el restablecimiento de la pérdida o la exploración del material genético para 

evitar la convergencia prematura a soluciones sub–óptimas y asegurar que la probabilidad 

de llegar a cualquier punto en el espacio de búsqueda nunca sea cero. Cada posición de 

todos los cromosomas en la población sufre un cambio aleatorio de acuerdo con la 

probabilidad definida por la tasa de mutación (� � ). 

 

Al igual que en el caso de la recombinación, el operador de mutación toma diversas 

formas según la representación del individuo dentro de la población: 

 

Mutación para la codificación binaria 
 
 

La mutación binaria es el tipo de mutación tradicionalmente utilizado en el algoritmo 

genético canónico, y consiste en invertir un gen aleatoriamente. Dada la representación 

binaria del gen, se invierte el bit que lo representa con una determinada probabilidad, 

usualmente uniforme, como lo muestra la siguiente la figura. 

 

 

Figura nro. 39 Mutación para la representación binaria (Grosan & Abraham, 2011) 

 

Mutación para la codificación real 
 
 

La mutación de las variables reales significa que los valores creados aleatoriamente 

se añaden a las variables con una baja probabilidad. Así, la probabilidad de mutación de 

una variable (tasa de mutación, pm) y el tamaño de los cambios para cada variable mutada 



���

(paso de la mutación) debe ser definido. Dos tipos de mutaciones se distinguen de acuerdo 

a su probabilidad de distribución: 

·  Mutación uniforme: sea�� � �’ 8� a � ’ � � a � ’ � �  un cromosoma y ’ � B Cb� � 
 � E el 

gen a ser mutado. Entonces, ’ �
œ es un valor aleatorio (uniforme) proveniente del 

rango Cb� � 
 � E. 

·  Mutación No uniforme: sea � � �’ 8� a � ’ � � a � ’ � �  el cromosoma y ’ � B Cb� � 
 � E� 

el gen seleccionado para aplicar el operador de mutación no uniforme. Se define 

’ �
œ: 

’ �
œ� ±

’ � j ² � ¨� 
 � D ’ � � ���������-G�³ � P
’ � D ² � ¨� ’ � D b� � ���������-G�³ � #

R                        (3.29) 

² � ¨� “ � � “| �# D � �8W
´

µ¶‰·
� ¸

�                                   (3.30) 

 

Donde ̈  representa el número de la generación actual, �¤b6  es el máximo 

número de generaciones, �  es un número aleatorio sobre el intervalo CP� #E, y +  es 

un parámetro escogido por el usuario, el cual determina el grado de dependencia 

sobre el número de generaciones. En resumen, dicha función arroja un valor real 

dentro del rango CP� “E tal que la probabilidad de devolver un número cercano a 

cero se incrementa en la medida en que avanza el algoritmo en las iteraciones. 

Esta propiedad hace que el operador de mutación realice una exploración 

uniforme sobre el espacio inicial cuando ¨ es un valor pequeño, y una búsqueda 

local en una etapa posterior (¨ f �¤b6 ), favoreciendo el ajuste local. 

3.4.1.5 Modelos de algoritmos genéticos 
 
 
Principalmente existen dos modelos poblacionales utilizados en los algoritmos 

genéticos, los cuales se listan a continuación: 

·  Modelo generacional: llamado así porque toda la población es sustituida en cada 

iteración por su descendencia. El algoritmo comienza con una población inicial de 

tamaño � , de la cual se escoge una población intermedia de igual tamaño (� ) para 

el apareamiento. En este proceso algunos individuos tendrán múltiples copias, 

mientras que otros no serán seleccionados. La descendencia creada por la 

aplicación de los operadores de variación a la población intermedia presentará una 

dimensión igual a �  y sustituirá a la población actual. Después de cada 
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generación los padres son sustituidos por su descendencia, la cual será la 

población de padres de la siguiente generación. 

·  Modelo estacionario: por lo general, son algoritmos evolutivos en los que se 

producen una o dos crías por generación. Un grupo de ¹  individuos, con ¹ Q � , 

son seleccionados de la población actual de tamaño �  para ser reemplazados por 

la descendencia producida en dicha iteración. El porcentaje de la población que se 

sustituye se llama brecha generacional y es igual a la razón ¹º� . Este modelo de 

población ha sido ampliamente aplicado a diversos algoritmos evolutivos, 

especialmente con ¹ � #  donde la brecha generacional correspondiente es # �4 . 

 

Por otro lado, las técnicas de estrategias elitistas vinculan el periodo de vida de los 

individuos a sus eficacias o sus valores de aptitud. Estas técnicas permiten mantener las 

buenas soluciones en la población por más de una generación. Aunque todos los individuos 

de una población pueden esperar a tener un tiempo de vida igual al de una generación, con 

el empleo de estrategias elitistas, los individuos con mayor aptitud obtienen una vida útil 

más larga. 

 

En los algoritmos genéticos generacionales los padres son remplazados en cada 

generación por su descendencia, no hay ninguna garantía de que los individuos con mayor 

aptitud sobrevivirán a la próxima generación. El empleo de una estrategia elitista es una 

forma de asegurar que el tiempo de vida de las personas mejores dotadas se prolongue más 

allá de una generación. Los algoritmos genéticos de estado estacionario, que utilizan 

esquemas de supresión distintos al de la eliminación aleatoria uniforme presentan una 

política elitista implícita, y así prolongan automáticamente la vida de los individuos de 

mayor aptitud física de la población. 

 

Cabe señalar que las estrategias elitistas se consideran necesarias cuando se utilizan 

los algoritmos genéticos como optimizadores de función y el objetivo es encontrar una 

solución global óptima (Jong & Sarma, 1993). 
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3.4.2 Algoritmo Genético Estructurado (sGA) 
 
 

Durante años, muchas han sido las modificaciones realizadas al algoritmo genético 

canónico para superar las dificultades encontradas en la resolución de diversos problemas 

asociados a una amplia gama de disciplinas. A pesar de estas modificaciones el modelo 

tradicional permanece inadecuado para problemas complejos. Concretamente, los 

ambientes que varían con el tiempo presentan desafíos especiales a estos algoritmos, ya 

que no pueden adaptarse a la funcionalidad una vez que han alcanzado la convergencia, 

debido a la falta de variación genética en el cromosoma (Dasgupta & Mcgregor, 1992b). 

 

En los algoritmos genéticos tradicionales el mejoramiento decae conforme la 

diversidad genética se ve disminuida por el proceso de selección natural. Es por ello que 

con el propósito de realizar una búsqueda robusta, la diversidad debe ser mantenida. 

Cuando ésta se pierde, el proceso genético puede quedar atrapado en un óptimo local, y 

hay una probabilidad significativa de una convergencia prematura ocasionando el 

detenimiento de la búsqueda antes de encontrar un óptimo verdadero. 

 

Una vez que la población ha convergido en un óptimo local, modificaciones 

simultáneas de múltiples parámetros, son requeridas para efectuar una mejora en el 

desempeño medido. Sin embargo, cuando hay una falta de diversidad genética en la 

población, los operadores genéticos como la recombinación, no pueden ser eficaces debido 

a la homogeneidad en la misma. Al igual, la mutación simple de bits es demasiado pequeña 

para superar la atracción de la cavidad del óptimo local, y aumentar la tasa de mutación 

puede desencadenar una búsqueda aleatoria. 

 

En los últimos años, han surgido muchas modificaciones para evitar la convergencia 

prematura y mejorar el desempeño del modelo genético. Dos de las principales 

modificaciones, ambas concernientes al esquema de selección, lo constituyen: las 

transformaciones de la función de aptitud (Goldberg, 1989) y los mecanismo de selección 

(Sarma & De Jong, 1997; Hancock, 1997). Básicamente, el propósito principal de las 

referidas técnicas es mantener la diversidad de la población con el fin de reducir el peligro 

de convergencia prematura. 
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En los dominios del mundo real, a menudo los problemas presentan variaciones 

temporales. Por lo general, se trata de cambios en el criterio de la aptitud, lo que exige a la 

población adaptarse rápidamente a los cambios del desempeño para mantener un 

movimiento óptimo. Mientras se mantenga la diversidad dentro de la población, el 

algoritmo genético puede responder a este escenario con la reasignación de futuros 

trayectos. Sin embargo, una tendencia natural del algoritmo genético simple es establecer 

un número exponencialmente creciente de rutas para adaptarse a los individuos con 

mejores desempeños, resultando este proceso en una rápida convergencia a una población 

homogénea. Bajo este contexto, es necesario introducir la diversidad a través múltiples 

cambios en el material genético (cromosoma) con el fin de buscar rápidamente nuevos 

óptimos. 

 

Una forma para que un cambio múltiple tenga una alta probabilidad de éxito es si 

múltiples elementos en el cromosoma formen un bloque (conjuntos de genes) que ya 

existan en una forma efectiva en algún lugar dentro de la estructura cromosómica. Esto se 

aproxima a tener un dominio intra-cromosoma, análogo a la operación de cruce inter-

cromosoma y, como tal, pueda hacerse uso de la redundancia del mismo. Tales bloques de 

genes redundantes pueden desarrollarse bajo una alta presión selectiva en una época o 

iteración previa, permanecer inactivos (pasivo o apagado) durante una o varias 

generaciones como una redundancia aparente del cromosoma completo y reaparecer 

cuando el ambiente se vuelve desfavorable. 

 

3.4.2.1 Descripción del Algoritmo 
 
 

La principal característica del algoritmo genético estructurado (sGA: Structured 

Genetic Algorithm), diseñado por Dasgupta y McGregor en 1992, es el uso de una 

estructura genotípica binaria redundante y jerárquica. Su principal mecanismo para la 

eliminación del conflicto causado por la redundancia es la inserción de genes reguladores 

que actúan como interruptores para la activación y/o desactivación de un conjunto de genes 

asociados (genes activos/dormidos). 

 

En la estructura del referido modelo genético, el genoma está incorporado en el 

cromosoma y se representa como un conjunto de sub-cadenas binarias. El modelo admite 
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el uso de los operadores convencionales (selección, recombinación y mutación) y el 

criterio de la supervivencia del más apto para ir afinando el desempeño de la descendencia. 

 

Dentro de los aspectos y ventajas resaltantes del algoritmo genético estructurado, se 

listan los siguientes (Dasgupta, 2012): 

·  Un cromosoma está representado por un conjunto de sub-cadenas que actúan con 

diferentes niveles para establecer un tipo de interruptor, controlando así la 

expresión de los genes corriente abajo. Éstos durante la reproducción son 

modificados por los operadores genéticos, recombinación y mutación, 

exactamente como en los algoritmos genéticos simples. 

·  En la decodificación del fenotipo, un cromosoma se interpreta como una 

estructura jerárquica genómica del material genético. Sólo los genes actualmente 

activos en el cromosoma contribuyen a la aptitud del fenotipo. Los genes pasivos 

son aparentemente neutrales y son arrastrados como material genético 

redundante durante el proceso evolutivo. 

·  Los operadores genéticos que alteran los genes de alto nivel del cromosoma, 

genes interruptores o dominantes, producen cambios en los elementos activos de 

las estructuras genómicas. En particular, el rol de la mutación es doble: cambia 

el valor del alelo de un gen; pero cuando se produce en un nivel superior, éste 

actúa como un operador de dominio y produce cambios en la expresión de un 

conjunto de valores de genes de nivel inferior. 

·  La diversidad genotípica se mantiene, incluso cuando una población converge a 

su espacio fenotípico, que es una característica única del modelo. En la mayoría 

de los modelos genéticos formales, la convergencia fenotípica implica la 

convergencia genotípica con el consiguiente empobrecimiento de la diversidad 

dentro de la población. 

·  Se puede mantener un equilibrio entre la exploración y la explotación resultando 

en una búsqueda eficiente de las áreas potenciales en el espacio fenotípico. Lo 

que puede evitar que el proceso de búsqueda quede atrapado en un óptimo local 

provocando la convergencia prematura. 

·  El sGA proporciona un mecanismo a largo plazo para la conservación y 

recuperación de soluciones alternativas o previamente expresadas en bloques de 

construcción dentro de las estructuras cromosómicas. Mientras que un algoritmo 
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genético simple, con el dominio y la diploidía utilizados hasta ahora, puede 

almacenar o recuperar un alelo de forma independiente, y por lo tanto puede 

proporcionar solamente una conservación a corto plazo. 

 

3.4.2.2 Esquema matemático del sGA 
 
 

En el algoritmo genético estructurado un genotipo de dos niveles de jerarquía puede 

ser representado de la siguiente forma: 

u ��Q % 8� �%_ ®                                          (3.31) 

 

Donde u representa el cromosoma, un conjunto ordenado de dos cadenas binarias %8 

y %_, en el cual la longitud %_ es un múltiplo entero de %8 (»%8»� -  y »%_»� -¼ ). En otras 

palabras: 

u � • Cb� E� •b�� ‘—,                                         (3.32) 

 

Donde, b� � B �XP�#Y y b�� � B �XP�#Y para �G � #� a �-¬ �F � # a ¼.  

 

El orden de los símbolos en la cadena %_ se logra a partir del empleo de subíndices 

para la organización de dichos elementos. La asignación de %8 f � % _  implica que cada 

elemento b� B � %8  es vinculado a una única cadena de bits •b�� ‘ ½ %_ , �F � # a ¼� . 

Pudiéndose definir el cromosoma de un individuo como: 

 � � b � ¾ •b �8 b�_ a�b �Ž ‘��������G � #� a � -�                         (3.33) 

 

Donde el operador ¾  constituye el interruptor o activador genético definido: 

¿^\† ^¾A• \•† ^˜ ‘���������† ^\8�a��
¿^\À���������������������������������†̂ \o�a��

                               (3.34) 

 

Donde À representa una sub-cadena vacía. 

 

El fenotipo de cada individuo u es expresado mediante la concatenación de toda la 

sub-cadena activada  � . Esto implica que la longitud de un cromosoma expresado 

(activado) es menor que la longitud física del mismo. Por consiguiente, las características 
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observables de un individuo no siempre se indican en los genes que están presentes en el 

genotipo. 

 

La dimensión de la población es: 

Á � Â� Ã�»��# ¦ � ¦ "G¤Ä5-GÅ5�ÆÄ�&§
Zb’GÅ5Ç                (3.35) 

 

Donde cada individuo � Ã ��Q %8Ã� �%_Ã ®�B �P�#� ] , presenta una longitud física igual 

a: 

Z � - j -¼                                                 (3.36) 

 

En general para una estructura multinivel, las cadenas binarias del individuo o 

cromosomas, se pueden representar de la siguiente forma: 

uÈ � � Cb� E� •b�� ‘� •b ��K ‘�                                    (3.37) 

 

Donde cada gen en los niveles superiores del cromosoma actúa como un conmutador 

para la activación (encendido) o desactivación (apagado) de un conjunto determinado de 

genes pertenecientes a los niveles inferiores. Este hecho tiene su impacto en la etapa de 

evaluación, donde sólo los genes activados expresan su funcionalidad fenotípica. La figura 

nro. 40, ilustra un arreglo multinivel de datos para la aplicación del algoritmo genético 

estructurado. 

 

 

Figura nro. 40 Disposición de datos para el algoritmo genético estructurado (Dasgupta & 

Mcgregor, 1992b) 
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CAPÍTULO IV 
 

METODOLOGÍA PROPUESTA 
 
 

El propósito general del trabajo se fundamenta en la evaluación del desempeño de un 

conjunto específico de RNAD como herramienta para la detección temprana de episodios 

de apnea-bradicardia (AB) en neonatos prematuros, partiendo de la información contenida 

en el intervalo R-R (señal de entrada a la red) y mediante un entrenamiento evolutivo 

(algoritmo genético). 

 

Para tal fin, el presente capítulo expone la metodología en el siguiente orden: 

descripción del arreglo de las arquitecturas de las RNAD implementadas como detectores 

de eventos AB, configuración de los parámetros asociado al algoritmo evolutivo para el 

proceso de entrenamiento de las redes neuronales (codificación del cromosoma, diseño de 

la función de desempeño, método de selección de los padres, operadores de variación, 

entre otros) y la exposición de la técnica empleada para la elaboración del conjunto de 

entrenamiento y de evaluación de las redes, así como la descripción de las características 

técnicas de las herramientas computacionales utilizadas. 

 

Fenotipo: Redes neuronales artificiales dinámicas 
 
 

Dentro de la semántica de los algoritmos genéticos, el término fenotipo hace 

referencia a la representación de la solución que resulta de decodificar la información 

contenida en los genes del cromosoma (genotipo) (Lahoz-Beltran, 2004). En este sentido el 

fenotipo se definió en base a las estructuras de las siguientes RNAD: 

·  Red neuronal artificial con retardo de tiempo en la entrada, que se designó bajo la 

nomenclatura FTDNN, por sus siglas en inglés: Focus Time Delay Neural 

Network. 

·  Red neuronal artificial NARX recurrente, su nomenclatura fue designada bajo el 

nombre red NARX recurrente. 
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·  Red neuronal artificial recurrente simple, comúnmente denominada red Elman. 

 

El criterio que justifica la selección de este conjunto de redes neuronales artificiales, 

se apoya en la característica inherente de las redes dinámicas para memorizar la 

información durante cortos o largos lapsos de tiempo, siendo buenas candidatas en el 

procesamiento de patrones con dependencias espacio-temporal (Medsker & Jain, 2001). A 

continuación, se describe la topología de cada una de estas arquitecturas y los valores 

asignados a los parámetros de configuración. Cabe recordar que la nomenclatura �� , ��  

representan las matrices de pesos de la capa de entrada y de salida, respectivamente; y 
  

los vectores de sesgo asociados a cada capa. 

 

Red FTDNN 
 
 
Como se indicó en el capítulo III, este tipo de red es una clase general de las RNAD. 

La topología implementada se muestra en la figura nro. 41, la cual consiste en una red 

feedforward de dos capas con un bloque de retardo establecido en un segundo (10 puntos 

temporales) a la entrada. 

 

 

 

Figura nro. 41 Topología de la red FTDNN (Howard & Mark, 2004) 

 

Es importante destacar que el valor establecido para la etiqueta de retardo de la red 

representa la unidad de tiempo de la serie R-R, la cual equivale a 10 puntos temporales 

(figura nro. 42). Por otra parte, el incrementar el valor de esta etiqueta implica un aumento 
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de la longitud del cromosoma, lo cual trae como consecuencia el incremento del tiempo de 

entrenamiento de la red. 

 

Figura nro. 42 Línea de retardo de tiempo (Howard & Mark, 2004) 

�

La tabla nro. 3 muestra la configuración de los parámetros de la red.�

�

Tabla nro. 3 Configuración de la red FTDNN 

Parámetros de configuración Valores 
Vector de entrada Serie R-R(n) 

Línea de retardo (É) 01 

Capa I 

Nro. Neuronas (%8) 10 
Función de Activación 
(' 8�  

Tangente Sigmoidal Hiperbólica 
(¨b5-GÊ) 

Sesgo (
 8) B�
  

Capa II 

Nro. Neuronas � %_�  01 
Función de Activación 
(' _) Lineal (�g�ÄZG5) 

Sesgo (
 _) B�
  
Vector de salida Detección(n) 

 

Red NARX recurrente 
 
 
La segunda arquitectura neuronal dinámica realizada fue la red NARX recurrente, 

cuya topología consiste en un Perceptrón multicapa que presenta un bucle retroalimentado 

salida-entrada, y dos líneas de retardo, cada una de un segundo (1s) (ver figura nro. 43). La 

selección del valor numérico de cada línea de retardo en la red NARX recurrente, responde 

al mismo criterio utilizado en la red anterior. 
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Figura nro. 43 Topología de la red NARX recurrente (Howard & Mark, 2004) 

 

La siguiente tabla expone los valores utilizados para la configuración de esta red. 

 

Tabla nro. 4 Configuración de la red NARX recurrente 

Parámetros de configuración Valores 
Vector de entrada Serie R-R(n) 
Línea de retardo de la entrada (- ) 01 

Capa I 

Nro. Neuronas (%8) 10 
Función de Activación 
� ' 8�  

Tangente Sigmoidal Hiperbólica 
(¨b5-GÊ) 

Sesgo (
 8) B�
  

Capa II 

Nro. Neuronas � %_�  01 
Función de Activación 
� ' _�  

Lineal (�g�ÄZG5) 

Sesgo (
 _) B�
  
Vector de salida Detección(n) 
Línea de retardo de la salida (- ) 01 

 

Red Elman 
 
 
Igualmente se consideró la red Elman como una herramienta para la detección de los 

eventos de AB. Para este caso, la topología consta de dos capas: la primera, con diez (10) 

unidades neuronales artificiales que presenta un lazo de retroalimentación con un único 

retardo (un punto temporal) a su alrededor; la segunda, solo contiene una neurona artificial 

que proporciona la salida del detector. 
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A continuación se muestra, tanto la estructura (figura nro. 44) como la configuración 

de los parámetros de la red (tabla nro. 5). 

 

 

 

Figura nro. 44 Topología de la red Elman (Howard & Mark, 2004) 

�

Tabla nro. 5 Configuración de la red recurrente simple o Elman 

Parámetros de configuración Valores 
Vector de entrada Serie R-R(n) 
Línea de retardo de la entrada (- ) 0.1 

Capa I 

Nro. Neuronas (%8) 10 
Función de Activación 
� ' 8�  

Tangente Sigmoidal Hiperbólica 
(¨b5-GÊ) 

Sesgo (
 8) B�
  

Capa II 

Nro. Neuronas � %_�  01 
Función de Activación 
� ' _�  

Lineal (�g�ÄZG5) 

Sesgo (
 _) B�
  
Vector de salida Detección(n) 

 

Entrenamiento evolutivo 
 
 
La combinación de la búsqueda genética y la computación conexionista parece ser 

muy natural y la mayor parte del trabajo genético-neural se concentra en una de las dos 

formas siguientes (Dasgupta & Mcgregor, 1992a): 
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·  Diseño de las arquitecturas de redes neuronales mediante los algoritmos genéticos 

y el uso de algoritmos tradicionales que determinan el conjunto de pesos de 

conexión para la realización de tareas específicas. 

·  Determinación del conjunto óptimo de pesos sinápticos a través de los algoritmos 

genéticos para estructuras fijas de redes predeterminadas. 

 

Por otra parte, Dasgupta y McGregor (Dasgupta & Mcgregor, 1992a) proponen el 

uso de una versión modificada del algoritmo genético tradicional, para determinar tanto la 

estructura de una red neuronal como sus pesos sinápticos de forma simultánea a través del 

proceso evolutivo. Esto es posible gracias al manejo del material genético redundante y a 

un mecanismo de activación de genes, que en combinación proporcionan una estructura 

cromosómica de múltiples capas. 

 

El algoritmo genético estructurado presenta dos características fundamentales que lo 

diferencian del tradicional: el manejo de la redundancia genética y una estructura 

cromosómica cuasi-jerárquica. Como ocurre en los sistemas biológicos, el mecanismo para 

la eliminación del conflicto de la redundancia es a través de los genes reguladores, los 

cuales actúan como operadores de conmutación para activar o desactivar la expresión 

fenotípica de un conjunto de genes específicos. 

 

En base a esta argumentación y con el propósito de entrenar a un conjunto particular 

de RNAD para la detección de episodios de AB en neonatos pretérmino, se codificó cada 

fenotipo, discutido en líneas anteriores, en un cromosoma multicapas que a través del 

proceso evolutivo ajustaron las conexiones entre las unidades neuronales y los pesos 

sinápticos asociados para cumplir con dicha tarea. 

 

La estructura cromosómica seleccionada para este trabajo consistió en un cromosoma 

de dos niveles de jerarquía, a saber: el nivel superior, codificado bajo la numeración 

binaria, representa la conectividad entre las unidades neuronales de la arquitectura de red. 

Y el nivel inferior, codificado mediante el conjunto de números reales, corresponde al 

valor de la sinapsis (pesos) entre las neuronas. Por ende, los genes binarios actúan como 

operadores de conmutación de los pesos sinápticos (genes inferiores). 
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Los genes pertenecientes al nivel superior se consideran genes reguladores y activan 

o inhiben a los genes inferiores que expresan el valor del peso de la conexión. Aquellos 

genes inferiores que no son activados, permanecen pasivos en la estructura del cromosoma 

y se transportan en una forma neutra y aparentemente redundante a generaciones 

posteriores para un uso a futuro. 

 

Por otra parte, este modelo genético permite variaciones significativas en el fenotipo 

con pocos cambios (cruce o mutación) en el cromosoma, lo que garantiza mantener 

siempre la diversidad en el transcurso de las generaciones y evitar quedar atrapado en un 

óptimo local. 

 

Por último, es importante acotar que el algoritmo implementado presenta una ligera 

modificación respecto al modelo genuino. En el modelo original, el cromosoma se codifica 

en su totalidad bajo la numeración binaria, lo cual implica que teniendo la necesidad de 

representar números reales dentro del genotipo, estos se tuviesen que transformar del 

sistema decimal al sistema binario, quedando afectado por la precisión de la representación 

deseada por el usuario investigador. Al contrario de este escenario, se optó por respetar la 

naturaleza numérica de los pesos sinápticos ubicados en el nivel inferior de la estructura 

cromosómica, lo que reduce significativamente su longitud. 

 

Genotipo: codificación cromosómica 
 
 
De acuerdo al esquema del sGA, el cromosoma de los individuos exhibe una 

estructura de dos capas o niveles:� � �Q � � � � < ®. El nivel superior � A  representa la 

conectividad entre las neuronas de la red en codificación binaria, donde el "1" indica 

conexión y el "0" la desconexión entre neuronas. Y �� <presenta una codificación real (
 ) y 

constituye la sinapsis entre las neuronas. 

 

En resumen, � A � •� �
A‘ , donde � �

A B XP�#Y. � < � C� �
<E, donde � �

< B CD#� #E, siendo 

G � #� $� a � . Donde �  es la longitud del cromosoma. 
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Para el conjunto de redes neuronales dinámicas consideradas en el presente trabajo, 

se realizó la codificación, el entrenamiento y la evaluación por separado de cada una de 

ellas. A continuación se específica el cromosoma de cada fenotipo implementado: 

·  Cromosoma de la red FTDNN: la figura nro. 45 muestra la estructura 

cromosómica de longitud $�  ($•$ �ÊÄ5Ä-) correspondiente a la red de dos capas 

con retardo de tiempo a la entrada. La misma presenta 10 unidades neuronales en 

la primera capa, una neurona en la segunda y una línea de retardo de 10 puntos 

temporales a la entrada. De acuerdo a la nomenclatura utilizada, �� 8�8 representa 

una matriz de pesos de dimensiones #P q #P entre el vector de entrada y las 

neuronas de la primera capa, 
 8 es el vector de sesgo para cada neurona de la 

primera capa cuya dimensión es #P q #, �� _�8 matriz de dimensiones # q #P que 

conforma los pesos entre las neuronas de la primera capa y la unidad de la 

segunda; y 
 _ es el sesgo de la neurona de salida (capa 2) de dimensión # q # . 

 

 

 

Figura nro. 45 Cromosoma jerárquico de la red FTDNN 

 

·  Cromosoma de la red NARX recurrente: este tipo de red presenta una longitud 

de $� � ••$�ÊÄ5Ä- , correspondiente a una red de dos capas con 10 unidades 

neuronales en la primera capa, una neurona en la segunda y dos líneas de retardo 

de 10 puntos temporales presentes en la entrada y salida de la red (ver figura nro. 

46). En cuanto a los elementos del cromosoma se tiene: �� 8�8  representa una 
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matriz de pesos �#P q #P�  entre el vector de entrada y las neuronas de la primera 

capa, �� 8�_ es la matriz de dimensiones #P q #P que asocia la sinapsis entre la 

salida de la red (capa 2) y las neuronas de la capa de entrada (capa 1), 
 8 es el 

sesgo para cada neurona de la primera capa cuya dimensión es #P q #, �� _�8 es 

una matriz de dimensiones # q #P que conforma los pesos entre las neuronas de la 

capa 1 y la neurona de la siguiente capa con un sesgo representado por 
 _de 

dimensión # q # . 

 

 

Figura nro. 46 Cromosoma jerárquico de la red NARX recurrente 

 

·  Cromosoma de la red ELMAN: el esquema del cromosoma de la red ELMAN 

se muestra en la siguiente figura. Su longitud es $� � $}$ �ÊÄ5Ä- y está 

conformada por los siguientes elementos: 10 neuronas artificiales en la capa 1 con 

un bucle realimentado alrededor de ella y una unidad de procesamiento en la capa 

2. En relación al cromosoma de la figura, este se distribuye de la siguiente forma: 

�� 8�8 es la matriz de pesos de dimensiones #P q # entre el vector de entrada y las 

neuronas de la primera capa, �� 8�8  representa la matriz sináptica (#P q #P) 

asociada al lazo de retroalimentación de la capa 1 siendo 
 8 el sesgo para cada 

neurona (#P q #), �� _�8 matriz de dimensiones # q #P que conforma los pesos 

entre las neuronas de la capa 1 y la neurona de la siguiente capa con un sesgo 

representado por 
 _ de dimensión # q # . 
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Figura nro. 47 Cromosoma jerárquico de la red ELMAN 

 

Diseño de la función de aptitud 
 
 
El criterio empleado para el diseño de la función de aptitud (fitness) se basó en la 

metodología que se utiliza para la evaluación del desempeño de los detectores o 

clasificadores binarios. Este rendimiento se determina mediante los siguientes parámetros: 

·  Sensibilidad (SEN) o tasa de verdaderos positivos (TVP): es la probabilidad de 

que un evento sea detectado cuando esté presente. 

·  Especificidad (ESP) o tasa de verdaderos negativos (TVN): es la probabilidad de 

rechazar los eventos que no son de interés. 

·  Tiempo de retardo de la detección (TRD): indica el lapso de tiempo entre el inicio 

del evento de interés y el momento de su detección. 

 

La sensibilidad y la especificidad son dos valores de probabilidad que cuantifican la 

fiabilidad de una prueba diagnóstica. Para este caso, determinan el rendimiento del 

conjunto de redes neuronales como detectores de episodios de bradicardia a partir de la 

longitud del ciclo cardiaco (Series R-R). Específicamente, la sensibilidad indica la 

probabilidad de realizar la detección correcta de un evento de bradicardia; mientras que la 

especificidad constituye la probabilidad de rechazar correctamente las series R-R sin 
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bradicardia. La consideración del tiempo de retardo de la detección se estipuló dentro del 

diseño de la función de aptitud con el objetivo de lograr una detección temprana de los 

referidos eventos. 

 

En cuanto al cálculo de la sensibilidad (SEN), ésta se define mediante la siguiente 

ecuación: 

%!� � �
ËÌ

ËÌSÍ‹
                                            (4.1) 

 

Mientras que para la especificidad (ESP) su expresión es: 

 

!%& � �
Ë‹

ÍÌSË‹
                                            (4.2) 

 

Donde: 

·  VP: verdaderos positivos, número de eventos de bradicardia presentes en la serie 

R-R en los que la detección fue correcta. 

·  VN: verdaderos negativos, número de eventos estimados como no bradicardia por 

el detector. 

·  FP: falsos positivos, número de eventos de bradicardia detectados incorrectamente 

(falsas alarmas). 

·  FN: falsos negativos, número de eventos de bradicardia no detectados (detección 

incorrecta). 

 

Para la estimación del TRD se diseñó una función �����  que normaliza el promedio 

del tiempo de retardo de detección entre los valores CP� #E dentro una ventana de búsqueda 

de longitud > � $P- . La función propuesta se define como: 

 

� � ��� �
…�W…¶^V

…¶ á· W…¶^V
                                            (4.3) 

 

Donde: 

·  � � á� : retardo máximo admitido, su valor es igual a #P-. 

·  � ��� : constituye la predicción más temprana admitida con un valor de D#P-. 

·  ��: es el promedio del tiempo de retardo de la detección en segundo (s). 
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El criterio para el ensamblaje de la función de aptitud busca la maximización de la 

sensibilidad y especificidad, al mismo tiempo, de reducir el promedio del retardo de la 

detección. Para ello, se emplea la optimización de las conexiones y pesos sinápticos del 

conjunto de RNAD mediante el análisis de las curvas ROC (Receiver Operating 

Characteristic). 

 

Estas curvas son gráficos en el que se observan todos los pares 

sensibilidad/especificidad resultantes de la variación continua, en todo su rango, de un 

valor específico asociado a un parámetro del sensor. Para el caso concerniente a este 

trabajo, consiste en la variación de un conjunto de conexiones y pesos sinápticos de las 

redes neuronales estipuladas como detectores. Estas gráficas sitúan la sensibilidad o 

fracción de verdaderos positivos en el eje de las ordenadas ó Y de un sistema de 

coordenadas rectangulares. Mientras que en el eje de las abscisas ó X, se sitúa la fracción 

de falsos positivos ó # D !%&. Cada punto de la curva representa un par �%!�¬ �# D !%&) 

correspondiente a un nivel de decisión determinado del detector (ver figura nro. 48). 

 

 

Figura nro. 48 Curva ROC 

 

Una prueba con discriminación perfecta, sin solapamiento de resultados de los dos 

grupos, tiene una curva ROC que pasa por la esquina superior izquierda �#� P� , donde %!�  

y !%& toman sus máximos valores �%!� � !%& � #� . Una prueba sin discriminación, con 
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igual distribución de resultados en los dos subgrupos, da lugar a una línea diagonal de •€ °, 

desde la esquina inferior izquierda �P� P� hasta la superior derecha �#� P� . 

 

En base a esta definición, el primer término de la función de aptitud busca minimizar 

la distancia euclidiana entre la detección perfecta �%!� � #� # D !%& � P�  y los valores 

de sensibilidad y especificidad obtenidos de la evaluación de la red neural para un conjunto 

de datos durante el entrenamiento. 

 

El segundo término consiste en la multiplicación de la función de normalización del 

promedio del retardo (Ecuación nro. 4.3) por un factor empírico �	  definido por el usuario 

dentro del rango CP� €E| Así, la función de aptitud para cada individuo de la población se 

representa por la siguiente expresión: 

 

��¨G¨gÆ � � Î � # D %!� � _ j � # D !%&� _ j �	| � � ���                 (4.4) 

 

En resumen sus variables son:  

·  %!� : sensibilidad o razón de verdaderos positivos (TVP) cuyo rango es CP� #E. 

·  !%&: especificidad o razón de falsos positivos (TFP) cuyo rango es CP� #E. 

·  	 : factor empírico fijado por el usuario, CP� €E| 

·  ��� � : función de normalización del promedio del retardo de detección, su rango 

se define CD#P� #PE y el dominio es CP� #E. 

 

Método de escalamiento 
 
 
Por otro lado, a medida que el algoritmo genético avanza, la población a menudo 

se vuelve dominada con una gama estrecha de valores de aptitud por individuos de alto 

rendimiento. En este caso, la función de aptitud tiende a asignar valores de 

acondicionamiento similares a todos los miembros de la población, lo que lleva a una 

pérdida en la presión selectiva hacia los individuos mejores dotados. Para abordar este 

problema, se implementó un método de escalado de la función de aptitud que acentúe las 

pequeñas diferencias en los valores de desempeño con el fin de mantener un nivel 

productivo de presión selectiva. 



���

Para este trabajo se configuró el escalado por rango, el cual consiste en ubicar al 

individuo de acuerdo a su jerarquía en los resultados ordenados de la función aptitud. 

Así, el valor escalado de un individuo con rango 5 es proporcional a # Ï 54 . 

 

Método de selección 
 
 
El método elegido para la escogencia de los individuos que formarán la población 

intermedia es la selección por muestreo estocástico uniforme. Este algoritmo de muestreo 

es uno de los más utilizado y exhibe la menor dispersión en la asignación del número de 

copias a cada cromosoma (Grosan & Abraham, 2011), en comparación con el muestreo 

estocástico con remplazo o rueda de la ruleta. 

 

Básicamente, simula la rueda de la ruleta con � -punteros igualmente espaciados 

garantizando que el número de duplicados de cualquier cromosoma � �  esté colindante a su 

valor esperado de copias, es decir � � �� � � � � | � � . Donde �  es el número de padres requerido 

para la realización del cruce o recombinación. 

 

Recombinación o cruce 
 
 
Por otra parte, y considerando la naturaleza del genotipo, se emplearon dos clases de 

operadores de cruce, según el tipo de representación de los genes, estos son: 

·  Cruce uniforme: asociado con la codificación binaria, donde el gen prevaleciente 

en la descendencia se escogerá aleatoriamente con una probabilidad �’ � P|€ . 

Específicamente, los valores en cada gen de la descendencia 

(™K � •š 8
K� a � š �

K� a � š �
K— para L � #� $ ) son creados por una elección aleatoria 

uniforme entre los valores presenten en los genes de los padres (Ecuación nro. 

3.16): 

š�
K � ›

’ �
8���������-G�g � P

’ �
_���������-G�g � #

R 

 

·  Cruce heurístico de Alden H. Wright (Wright, 1991), el cual se aplica en la 

fracción del cromosoma codificada bajo el conjunto de números reales y consiste 

en generar la descendencia cercana al mejor de los padres. La recombinación 
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heurística supone dos padres seleccionados cuyas partes inferiores son � <8 y � <_, 

siendo � <8 el cromosoma de mejor desempeño. La descendencia se define como 

™<K � •š 8
<K� a � š �

<K� a � š �
<K—����’§5�L � #� $ , donde el valor de cada gen se 

determina a través de la ecuación nro. 3.23: 

 

š�
<K � �| � ’ �

<8 D ’ �
<_� j ’ �

<8 

 

Donde �  es un número real que define la cercanía entre el mejor padre y la 

descendencia. Esta variable se estableció en � � #|$  siguiendo como referencia el 

valor por defecto contemplado en el manual de usuario del Toolbox de Matlab 

(MathWorks, 2004). La razón de esta escogencia se basa en la carencia de algún 

trabajo que emplee el cruce heurístico dentro de un contexto semejante. 

 

Mutación 
 
 
Para este tipo de operador de variación, se implementó la mutación uniforme en la 

codificación binaria, la cual consiste en invertir un gen aleatoriamente con una 

probabilidad de mutación que se asignó en �¤� � �P|P# . En cuanto a la fracción inferior 

del cromosoma, se optó por una mutación no uniforme, la cual es considerada el tipo de 

operador adecuado con codificación real (Herrera, Lozano, & Verdegay, 1996). A 

continuación se rememora la definición de la mutación no uniforme utilizada: 

 

Sea � < � �’ 8
<� a | | ’ �

<� a | | ’ Ð
<�  el nivel inferior del cromosoma y �’ �

< B�Cb� � 
 � E, el 

elemento a ser mutado en la generación Ñ, el vector resultante es � < �
� �’ 8

<� a | ’ �
<�
� a | ’ Ð

<� � , 

donde ’ 8
<�
 está determinado por: 

 

’ �
<� � ª

’ �
< j ² � ¨� 
 � D ’ �

<� �����������-G�³ � P

’ �
< D ² � ¨� ’ �

< D b� � ����������-G�³ � #

R 

 

² � ¨� “ � � “| �# D � �8W
´

µ¶ á·
� ¸

�  
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Donde ³  es un número entero aleatorio que puede ser cero (P) o uno (#)¬�+ es un 

parámetro definido por el usuario que establece el grado de dependencia sobre el número 

de generaciones. Para este caso, se eligió + � €  tras observar varias graficas generadas por 

la variación del parámetro + . Quedando la función: 

 

La función anterior arroja un valor dentro del rango CP� “E, tal que la probabilidad de 

devolver un número cercano a cero aumenta a medida que el algoritmo avanza en las 

generaciones. Esto causa que el operador realice una búsqueda uniforme en el espacio de 

búsqueda inicial, cuando ¨ es pequeño, y local en etapas posteriores. 

 

Otras opciones de configuración 
 
 
El resto de las opciones de configuración del algoritmo genético se resumen en la 

siguiente tabla. Los valores allí reflejados son el resultado generado por procesos de 

ensayo y error, los cuales se llevaron a cabo para unificar la configuración del algoritmo de 

entrenamiento que se aplicó a cada arquitectura neuronal. 

 

Tabla nro. 6 Opciones de configuración del sGA 

Parámetro de configuración Valor de configuración 

Tipo de población: Codificación Binaria-Real 
Tamaño de la población: 100 individuos 
Creación de la población 
inicial: 

Distribución aleatoria uniforme {0, 1} 
Distribución aleatoria uniforme CD#�#E 

Población inicial: [ ] 

Función de escalado: Rango, (
8

Ï �
) 

Método de selección: Estocástica uniforme 

Método de recombinación: 
Cruce uniforme (codificación binaria) 
Cruce heurístico (codificación real) 

Método de mutación: 
Uniforme (codificación binaria) 
No uniforme (codificación real) 

Número de generaciones: 80 iteraciones 
 

A continuación, se plantea el método implementado en la elaboración del conjunto 

de entrenamiento para el aprendizaje y el conjunto de prueba para la evaluación de los 

detectores. Es importante resaltar, que a fin de realizar la comparación entre las 

arquitecturas estipuladas como detectores y trabajos previamente desarrollados entre el 
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G.B.B.A. y el L.T.S.I. (Francia), específicamente el trabajo titulado Detección 

multivariada de episodios de apnea-bradicardia en prematuros por modelos Semi-

Markovianos Ocultos (Miguel Altuve, 2011), se procedió a elaborar dichos conjuntos 

siguiendo la metodología planteada en este último. 

 

Conjuntos de datos de entrenamiento 
 
 

Los datos utilizados en este trabajo pertenecen a una cohorte de 32 neonatos 

prematuros hospitalizados en la Unidad de Cuidados Intensivos Neonatales (U. C. I. N.) 

del Hospital de la Universidad de Rennes, Francia, entre junio de 2003 y junio de 2004 que 

presentaron más de un evento de bradicardia por hora o la necesidad de una máscara de 

resucitación. Dichos eventos fueron detectados y anotados a través del análisis de la 

longitud del ciclo cardíaco (series R-R) (M. Altuve & Hernández, 2011). 

 

Los datos constan de 148 series R-R remuestreadas a 10Hz y presentan 233 eventos 

de apnea-bradicardia (AB) con sus respectivas anotaciones. A partir de estos datos se 

elaboraron dos conjuntos, uno de entrenamiento denotado como E-BD, y otro de prueba o 

de evaluación, denominado P-BD. En este apartado solo se describen las características del 

conjunto de entrenamiento, el cual está conformado por dos subconjuntos: 

E-BD1: consta de 70 segmentos con eventos de apnea-bradicardia extraídos 

aleatoriamente de los 233 episodios registrados a lo largo de las 148 series R-R. 

Cada segmento presenta una longitud de 55s con el inicio de la bradicardia 

ubicada a los 28s, tal como se muestra en la siguiente figura. La distribución 

temporal de cada uno de los segmentos AB responde al siguiente criterio: los ƒ-  

después del inicio de la bradicardia se justifica por el hecho de que en promedio el 

máximo valor R-R se alcanza a los ƒ-  después de haberse iniciado el evento 

(Fiore et al., 2001). Los 7s antes del inicio de la bradicardia representan un 

número similar de la serie R-R anotados como no bradicardias (no-AB). Por otro 

lado y considerando que la evaluación del desempeño de las redes durante la fase 

de prueba se realiza mediante una ventana móvil de $P- , esta inicia su 

desplazamiento centrada en D#ƒ-  hasta j#ƒ- , de manera que la red neuronal 

pueda aprender los lugares donde exista un verdadero positivo (VP) y un 

verdadero negativo (VN) antes y después del inicio de la bradicardia. Por último, 
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se observa en el esquema una diferencia de #- � ubicado al inicio del segmento, 

este constituye el tiempo de retardo (#- ) para las redes neuronales dinámicas 

implementadas. 

 

 

Figura nro. 49 Segmento AB (con eventos de apnea-bradicardia) 

 

·  E-BD2: consta de 130 segmentos de 55s de duración escogidos aleatoriamente  y 

que no contienen ningún episodio de bradicardia, es decir segmentos no-AB 

(figura nro. 50). 

 

Adicionalmente, a cada segmento de AB y no-AB se le elimina, a través de la 

sustracción, el promedio calculado de los €-  que anteceden a cada uno de ellos con la 

finalidad de nivelarlos. En resumen, el conjunto de entrenamiento refleja la unión de dos 

subconjuntos (E-BD �  E-BD1 Ò E-BD2). 
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Figura nro. 50 Segmento No-AB (sin eventos de apnea-bradicardia) 

 

Finalmente, en la tabla nro. 7 se muestra el cronograma para el entrenamiento de 

cada una de las redes estudiadas, dicha planificación estuvo orientada por dos aspectos, los 

cuales son:  

·  Reproductibilidad del proceso: mediante la generación de al menos dos conjuntos 

de entrenamiento (I y II) se garantiza la capacidad del método de ser replicado. 

Dichos conjuntos de entrenamientos estarán conformados por 70 segmentos de 

AB y 130 segmentos de no-AB. 

·  Determinación de la influencia del factor empírico �  dentro de la función de 

aptitud (Ecuación nro. 4.4) durante la fase del entrenamiento. En este trabajo el 

parámetro �  se varió dentro del rango CP� €E tomando los siguientes valores 

	 � XP� #� €Y para ambos conjuntos, la finalidad es observar su impacto en las 

redes resultantes. 
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Tabla nro. 7 Cronograma de entrenamiento 

Conjunto de entrenamiento 
(E-BD) � � �  � � �  � � �  

I 

FTDNN FTDNN FTDNN 

- NARX NARX 

ELMAN ELMAN ELMAN  

II 

FTDNN FTDNN FTDNN 

- NARX NARX 

ELMAN ELMAN ELMAN  

 

En total y de acuerdo a lo observado en la tabla anterior, se plantea realizar dieciséis 

procesos de entrenamiento-evaluación variando, tanto el conjunto de entrenamiento, como 

el factor empírico � . Cabe destacar que para incrementar la reproducibilidad de los 

resultados, se planteó inicialmente diez realizaciones sobre distintos conjuntos de 

entrenamientos generados aleatoriamente siguiendo el procedimiento antes descrito. Sin 

embargo, por limitaciones técnicas asociadas a los computadores utilizados en este 

proyecto, el número se redujo a dos, básicamente debido al tiempo de cómputo requerido 

para realizar el entrenamiento de cada una de las topologías estudiadas. En el siguiente 

capítulo se mostrará el tiempo promedio de la fase de entrenamiento para cada tipo de red, 

a fin de soportar lo aquí planteado. 

 

Evaluación del detector 
 
 
Para la evaluación del detector se cuenta con el conjunto de prueba (P-BD) que está 

constituido por la totalidad de las series R-R (148 R-R). La evaluación se realiza sobre el 

resultado de los detectores deslizando una ventana de longitud igual #P- a paso de #-  y 

calculando: la sensibilidad (SEN), como la probabilidad de realizar la detección correcta de 

un evento de bradicardia dentro de la ventada centrada en la anotación (Ecuación nro. 4.1); 

la probabilidad de falsas alarmas o tasa de falsos positivos (# D !%&!��'���"�" ) 

mediante la ecuación nro. 4.5; y el tiempo de retardo de la detección (TRD) dentro de 

dicho intervalo (ver figura nro. 51). 

 

('& � # D !%& �
ÍÌ

Ë‹SÍÌ
                                     (4.5) 
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Figura nro. 51 Metodología para la evaluación del detector (Miguel Altuve, 2011) 
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Dado que la evaluación del detector se realiza a través del deslizamiento de una 

ventada a intervalos de un segundo, este define segmentos de #-  sobre los cuales se realiza 

la nivelación de las series. Para tal fin, se le sustrae a todas las series R-R la media móvil 

de €-  previos a cada segmento, siempre que su valor promedio se encuentre dentro del 

intervalo de ~€P a }PP�¤-  ó que su desviación estándar sea menor a la desviación estándar 

del segmento previo. En caso contrario, se usa el último promedio válido para la 

sustracción. Existe un primer valor por defecto igual a •€P�¤- . 

 

La siguiente figura es una representación diagramática que ilustra la secuencia de 

operaciones que nivelan las series R-R para construir el conjunto de evaluación. 

 

 

 

Figura nro. 52 Diagrama de flujo de la nivelación de las series R-R del conjunto de prueba 

o evaluación  
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Para finalizar el presente capítulo, se muestra mediante la tabla nro. 8 las 

especificaciones técnicas, hardware y software, donde se implementó el algoritmo de 

entrenamiento. 

 

Tabla nro. 8 Descripción del hardware y software utilizado 

Tipo Descripción 

Hardware 

Equipo 1 PC1 
Procesador 2,10GHz (2 Duo) 

Memoria RAM 2GB 
Disco Duro 280GB 

Equipo 2 PC2 
Procesador 1,86GHz (Pentium Dual) 

Memoria RAM 3GB 
Disco Duro 220GB 

Software 
Nombre MATLAB® 
Versión 7.10.0.499 (R2010a) 

Herramienta Línea de comando 
 



�

 
 

CAPÍTULO V 
 

RESULTADOS 
 
 

A continuación se exponen los resultados y sus respectivos análisis obtenidos tras la 

implementación de la metodología descrita en el capítulo anterior. Para ello, se inicia el 

contenido con la presentación de una muestra de segmentos pertenecientes al conjunto de 

entrenamiento (segmentos AB y no-AB) y las series R-R niveladas concernientes al 

conjunto de evaluación. Seguidamente, los resultados inherentes al proceso de 

adiestramiento de cada una de las redes neuronales implementadas. Finalizando con los 

resultados derivados de la evaluación de las diversas arquitecturas en el proceso de 

detección de los episodios AB. 

 

Conjunto de datos de entrenamiento 
 
 
Como se indicó en el capítulo IV, se generaron de forma aleatoria dos conjuntos para 

el entrenamiento, ambos conformados por doscientos segmentos extraídos de las series R-

R y nivelados mediante la sustracción del promedio de los €-  previos a cada uno de ellos. 

Cada grupo de entrenamiento presenta ƒP segmentos que contienen episodios de AB (Seg. 

AB) y #~P que carecen de ello (Seg. no-AB). 

 

En este apartado se muestra, a través de la figura nro. 53, un par de ejemplos 

escogidos de forma fortuita de uno de los conjuntos de entrenamiento, en donde la línea de 

color azul representa el segmento de la señal R-R y la línea roja, la anotación asociada que 

permite fijar el objetivo a alcanzar por las redes neuronales durante el entrenamiento. Por 

otro lado, cabe recordar que la longitud de los fragmentos es de €€- , ubicándose el inicio 

de la bradicardia a los $‚-  del comienzo del Seg. AB (figura nro. 53). 
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Figura nro. 53 Segmentos del conjunto de entrenamiento: (a) Segmento AB. (b) Segmento 

no-AB 

�

Conjunto de evaluación 
 
 
El conjunto de evaluación está constituido por la totalidad de las series R-R previa 

nivelación. El proceso de nivelación incluyó la valoración de dos criterios, ambos basados 

en la media móvil de una ventana temporal de longitud igual a 5s que se desplaza a paso de 

un segundo sobre todas las series R-R. A continuación se describen ambos criterios: 

·  El primer criterio de nivelación consistió en sustraer de las series R-R la media 

móvil de €-  siempre y cuando su promedio se encuentre dentro del intervalo 

~€P�¤- D }PP�¤- . Los resultados de este procedimiento se visualizan en la 

figura nro. 54a y 54c, donde las señales de color azul representan las series R-R 

crudas y las de color negro las series niveladas. 

·  El segundo razonamiento incluye un análisis de dispersión en base a la desviación 

estándar calculada dentro de la longitud definida por la media móvil, quedando la 

lógica como la sustracción de la media móvil de €-  a cada una de las series, 

siempre y cuando su valor promedio se encuentre dentro del rango ~€P�¤- D

}PP�¤-  ó que su desviación estándar sea menor a la desviación estándar del 

segmento previo. Las señales de color negro pertenecientes a las figuras nro. 54b 

y 54d responden a este criterio. 
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En general, para el caso contrario a los estipulados en los ítems anteriores, se le 

elimina a las series R-R el último promedio válido, tal como se explicó en el capítulo 

anterior. 

 

De acuerdo a lo observado en las gráficas de la figura nro. 54, se eligió el segundo 

criterio como técnica para la nivelación, esto basándose en el hecho de que dicho 

razonamiento permite conservar la forma de la serie R-R en relación al primer 

planteamiento, sobre todo en presencia de los episodios de bradicardia. 

 

 

 

 

Figura nro. 54 Comparación de las series R-R crudas y niveladas: (a y c) serie R-R 

niveladas con el primer criterio. (b y d) serie R-R niveladas con el segundo criterio 
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Resultados del entrenamiento evolutivo 
 
 
En la fase del entrenamiento evolutivo se tienen dos aspectos a resaltar. El primero 

de ellos, se relaciona con el tamaño de la ventana temporal (> ) en donde se evalúa el 

desempeño de cada tipo de red neuronal a través de la función de aptitud durante las 

iteraciones del proceso. Este parámetro inicialmente configurado para un valor de #P-, 

generó inestabilidad durante las primeras implementaciones arrojando una red incapaz de 

discernir las zonas donde la serie R-R carecía de bradicardias; es decir, la habilidad para 

descartar posibles episodios de AB cuando éstos no estaban presentes, fueron casi nulos 

(!-�Ä’GMG’GÆbÆ� f P ). Por tal razón, se redujo el valor de dicha ventana a > � P|#- , lo 

que representa un único punto temporal sobre las series para evaluar sensibilidad, 

especificidad y el retardo de tiempo en la detección durante el entrenamiento evolutivo. 

Con esta modificación se logró obtener redes estables y un incremento significativo en la 

especificidad de las mismas. 

 

Por otro lado, mediante la evaluación continua y por simple inspección de las 

gráficas de desempeño versus generaciones, y las consideraciones de: tipos de RNAD, 

número de segmentos del conjunto de entrenamiento y tiempo de cómputo para el 

adiestramiento de cada red (tabla nro. 9); se definió el valor de los siguientes parámetros 

asociados con la configuración del algoritmo evolutivo: 

·  Número de generaciones del algoritmo, cuyo valor se fijó en ‚P  iteraciones. 

·  Tamaño de la población, establecido en #PP individuos. 

 

Esto con la finalidad de unificar las condiciones del entrenamiento de los tipos de 

redes como sensores de episodios de AB. 

 

En la siguiente figura, se muestran las gráficas del valor asociado al desempeño, 

tanto del individuo más apto como la media del resto de población, versus las generaciones 

para las diversas arquitecturas de redes, con 	 � #  y para ambos conjuntos de 

entrenamiento (E-BD1 y E-BD2). Como se evidencia, la fase del aprendizaje en la mayoría 

de los casos estudiados converge o tiende a confluir a un valor de aptitud previo a la 

generación número 80. Es importante destacar que durante pruebas preliminares, donde se 

incluía un valor de generaciones igual a 250, el valor de aptitud no presentó mejoras luego 
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de la octogésima iteración. Lo que justifica su elección para la realización de los diversos 

entrenamientos. 

 

 

 

Figura nro. 55 Valores de aptitud Vs Generaciones para los conjuntos de entrenamiento I y 

II con � � � : (a y b) FTDNN. (c y d) NARX recurrente. (e y f) ELMAN  
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Una vez establecido el número de iteraciones para cada fase de adiestramiento, se 

procedió al ajuste del tamaño de la población. Para ello, se utilizó como referencia el 

tiempo requerido para completar el entrenamiento de cada una de las redes neuronales. La 

tabla nro. 9, muestra el tiempo promedio de entrenamiento para cada red implementada, 

durante las 80 iteraciones y con un tamaño de la población igual a 100. Tal como se puede 

observar, el tiempo de entrenamiento se incrementa conforme aumenta la complejidad de 

la red, la cual se evidencia a través de la magnitud de la variable denominada longitud del 

cromosoma. 

 

Tabla nro. 9 Tiempo transcurrido para el entrenamiento evolutivo 

Tipo de red 
 

Longitud 
Cromosoma 
(nro. genes) 

Tiempo 
(Días) 

Ordenador 
 

FTDNN 242 • |•} Ó P|ƒ# PC1 

NARX 442 #€|€• Ó P|••  PC2 

ELMAN 262 ##|#$ Ó #|••  PC1 

 

De acuerdo a la tabla anterior, la red FTDNN, genotípicamente presenta una longitud 

de su cromosoma igual a $•$ �ÊÄ5Ä- y requirió un tiempo promedio de adiestramiento de 

€�ÆÔb-, aproximadamente. La red ELMAN, cuya longitud cromosómica es superior 

($}$�ÊÄ5Ä-), demandó un lapso de adiestramiento de aproximadamente ##�ÆÔb-, lo que 

representa más del doble del tiempo precisado por la red FTDNN, esto bajo el mismo 

equipo de cómputo, denominado PC1. 

 

Por otra parte, y a pesar de que el entrenamiento de la red NARX recurrente se 

realizó exclusivamente en un computador de menores prestaciones, cada realización 

requirió aproximadamente #€�ÆÔb- para completar cada fase de adiestramiento. Es por 

ello, que bajo estas limitantes se estableció el tamaño de la población igual a 

#PP�G5ÆGhGÆg§-, el número de conjuntos de entrenamiento equivalente a $ (E-BD1 y E-

BD2) y se efectúo el entrenamiento de la red NARX recurrente solo para el factor empírico 

	 � X#� €Y, y para las redes FTDNN y ELMAN con 	 � XP� #� €Y. Lo que totaliza en #}  

etapas de adiestramiento con diferentes lapsos de duración. 
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Resultados de la evaluación del desempeño 
 
 
La evaluación del desempeño se realizó por medio de la estimación de la sensibilidad 

y la especificidad de cada detector a partir de los verdaderos positivos (VP), verdaderos 

negativos (VN), los falsos positivos (FP) y los falsos negativos (FN) presentes dentro de 

una ventana deslizante de ancho igual a #P- y mediante la comparación de las anotaciones 

asociadas a cada serie R-R. En cuanto al retardo de la detección (TRD), éste se determinó 

como el tiempo transcurrido entre el instante de la detección realizada por cada sensor y la 

anotación asociada a la serie dentro de la ventana de tiempo de $P- centrada en el inicio 

del episodio AB. Tal como se ilustra en el capítulo IV a través de la figura nro. 51, titulada 

“Metodología para la evaluación del detector” propuesta por Altuve M. en su tesis 

doctoral. Esto último para fines comparativos. 

 

Los sensores de episodios de AB están representados por 16 redes neuronales 

artificiales especializadas distribuidos de la siguiente forma: 06 redes FTDNN, 04 redes 

NARX recurrentes y 06 redes ELMAN; clasificadas en la tabla nro. 10 bajo los parámetros 

de configuración modificados durante las fases de entrenamiento. En resumen, dichos 

parámetros están representados por el conjunto de entrenamiento, E-BD1 y E-BD2; y el 

valor del factor empírico � , que incrementa o reduce la magnitud de la función de 

normalización del promedio del tiempo de retardo (ecuación. nro. 4.4). Es importante 

recordar, que debido a limitaciones de tiempo, se imposibilitó la realización de los 

adiestramientos de la red NARX recurrente con ambos conjuntos de entrenamiento y para 

	 � P ; por lo que dicha opción no figura dentro de la tabla como una de las redes a 

evaluar. 

 

Tabla nro. 10 Evaluaciones de las RNADs 

 E-BD1 E-BD2 

RNADs �  = 0 �  = 1 �  = 5 �  = 0 �  = 1 �  = 5 

FTDNN �  �  �  �  �  �  

NARX D �  �  D �  �  

ELMAN �  �  �  �  �  �  
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Una vez identificadas las redes a evaluar, se procedió a aplicar cada sensor a la 

totalidad de las series R-R, previa nivelación. El resultado obtenido por cada red neuronal 

se evaluó siguiendo la metodología descrita en el capítulo anterior. Estos resultados se 

presentan en las tablas nro. 11 y 12, para los conjuntos de entrenamiento E-BD1 y E-BD2, 

respectivamente. 

 

De acuerdo a los valores de sensibilidad, especificidad y tiempo de retardo de la 

detección registrado en las tablas nro. 11 y 12, se observa que la variación del factor 

empírico 	 � XP� #� €Y para ambos conjuntos de entrenamiento no realiza una contribución 

significativa al incremento de los valores de sensibilidad y especificidad, así como no 

favorece a la reducción del promedio del tiempo de retardo de la detección. 

 

Por otro lado y en base a los resultados mostrados en la tabla nro. 11, el desempeño 

de las tres arquitecturas de redes implementadas muestran resultados similares, pues sus 

valores de sensibilidad, especificidad y promedio de retardo de la detección no varían 

significativamente entre ellos. 

 

Sin embargo, los resultados obtenidos de la red FTDNN con el segundo conjunto de 

entrenamiento (E-BD2) presentaron una reducción significativa en su capacidad de 

detectar los eventos AB, mejora en el valor de la probabilidad para descartar cualquier 

serie R-R que carezca de AB y una reducción en el promedio del tiempo de retardo para la 

detección. Esto, independientemente del valor de �  configurado para su entrenamiento. 

 

En relación a las redes NARX recurrente y ELMAN resultantes del adiestramiento 

con el conjunto E-BD2 y para 	 � X#� €Y; ambas experimentan un incremento en la 

sensibilidad y una reducción, tanto en la especificidad como en el promedio del retardo de 

la detección; esto en comparación con sus homologas entrenadas con el conjunto E-BD1. 
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Tabla nro. 11 Sensibilidad, especificidad y retardo de tiempo en la detección de las RNAD con � � � � X�� �� � Y y entrenadas con el conjunto 

E-BD1 

 

Tabla nro. 12 Sensibilidad, especificidad y retardo de tiempo en la detección de las RNAD con �� � � X�� �� � Y y entrenadas con el conjunto 

E-BD2 

Conjunto de entrenamiento 2 (E-BD2) 

Tipo 
�  = 0 �  = 1 �  = 5 

SEN ESP TRD SEN ESP TRD  SEN ESP TRD 

FTDNN 0.22% 99.70% D0.76Ó5.57 3.20% 99.28% 1.73Ó3.56 0.37% 99.68% 1.39Ó6.09 

NARX - - - 97.89% 41.39% 2.53Ó5.14 97.89% 41.39% 2.53Ó5.14 

ELMAN 95.88% 63.52% 3.10Ó4.81 98.08% 39.00% 2.48Ó5.17 98.08% 39.00% 2.48Ó5.17 

 

 

Conjunto de entrenamiento 1 (E-BD1) 

Tipo 
�  = 0 �  = 1 �  = 5  

SEN ESP TRD SEN ESP TRD SEN ESP TRD 

FTDNN 89.36% 89.67% 3.94 Ó 4.12 86.76% 88.37% 3.82 Ó 4.12 89.36% 89.67% 3.94 Ó 4.12 

NARX - - - 89.79% 87.21% 3.80 Ó 4.20 90.92% 90.50% 4.06 Ó 4.03 

ELMAN 89.91% 91.18 % 4.24 Ó 4.0  89.47% 86.63% 3.93 Ó 4.23 89.47% 86.63% 3.93 Ó 4.23 

�

��
�

�
�
�


�
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La tabla nro. 13 muestra los valores promediados de sensibilidad (%!� ), 

especificidad (!%&) y retardo de tiempo en la detección ((") ) resultantes de la evaluación 

de cada una de las arquitecturas de red adiestradas bajo los conjuntos de entrenamientos E-

BD1 y E-BD2, y para cada valor del factor empírico �  utilizado en dicha fase. 

 

Tabla nro. 13 Valores promediados de sensibilidad, especificidad y retardo de tiempo en la 

detección de las RNAD evolutivas 

Tipo 
� � � ��  � � � ��  � � � ��  

ÕÖ×ØØØØØØ ÖÕÙØØØØØØ ÚwÛØØØØØØ ÕÖ×ØØØØØØ ÖÕÙØØØØØØ ÚwÛØØØØØØ ÕÖ×ØØØØØØ ÖÕÙØØØØØØ ÚwÛØØØØØØ 

FTDNN 44.79% 94.69% 
3.92 
Ó 

4.13 
44.98% 93.82% 

3.72 
Ó 

4.11 
44.86% 94.68% 

3.93 
Ó 

4.13 

NARX - - - 93.84% 64.30% 
3.01 

Ó4.84 
94.41% 65.94% 

3.10 
Ó 

4.81 

ELMAN 92.89% 77.35% 
3.56 
Ó 

4.52 
93.77% 62.81% 

3.02 
Ó 

4.89 
93.77% 62.81% 

3.02 
Ó 

4.89 
 

Tal como se evidencia en la tabla anterior, no existe diferencia significativa entre los 

valores provenientes de la evaluación de las redes neuronales que exhiben lazos 

retroalimentados en sus estructuras; a saber: las redes NARX recurrente y ELMAN. 

 

La tabla nro. 14 recopila los resultados derivados de las implementaciones de los 

detectores de AB basados en las redes neuronales artificiales dinámicas entrenadas 

mediante el algoritmo genético estructurado. Así mismo, presenta la compilación de los 

resultados derivados de sensores basados en los modelos Semi-Markovianos Ocultos 

aplicados a series R-R sin procesamiento previo (R-R), series R-R pre-procesadas (R-RUQ: 

series R-R con cuantificación uniforme, R-RNUQ: series R-R con cuantificación no 

uniforme y R-R: series R-R con la integración de la versión retardada) y los métodos 

tradicionales (Umbral Fijo y Umbral Relativo) implementados en trabajos previos (M. 

Altuve et al., 2011). 

 

  

��� �
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Tabla nro. 14 Valores promediados de sensibilidad, especificidad y tiempo de retardo de la 

detección derivados de sensores basados en RNAD evolutivas para � � �  

Método SEN 
(%) 

ESP 
(%) 

TRD 
(s) 

R-RNARX •• |•#  }€ |••  ~|#PÓ • |‚#  

R-RELMAN  •~ |ƒƒ }$ |‚#  ~|P$Ó • |‚•  

R-RFTDNN •• |‚}  •• |}‚  ~|•~ Ó • |#~ 

R-R ƒ• |$P •$ |ƒƒ } |~ƒ� Ó �ƒ|‚~  

R-RUQ ‚} |}~  •ƒ |~P $|~~� Ó �~|#€ 

R-RNUQ ‚• |•‚  •• |}ƒ  #|•~ � Ó �~|~•  

R-R •P|~‚  •$ |$~ P|•$ � Ó �~|€}  

Umbral fijo* ƒƒ|## ƒ• |~# • |}~ � Ó €|P• 

Umbral relativo* ƒ~|~€ ‚ƒ |~}  • |#} Ó �‚ |ƒ•  

(*) Técnicas tradicionales para la detección de episodios de AB. 

 

Como se puede observar los valores de sensibilidad y retardo de la detección 

realizada por las redes NARX recurrentes y ELMAN muestran mejoras sustanciales en 

comparación con los métodos tradicionales Umbral Fijo y Umbral Relativo. Sin embargo, 

en relación a la especificidad, la diferencia se mantiene menor a 10 puntos porcentuales 

por debajo de los referidos algoritmos tradicionales. 

 

Comparando los resultados con los derivados de los detectores basados en los 

modelos Semi-Markovianos Ocultos, las redes NARX recurrentes y ELMAN presentan 

valores de sensibilidad y especificidad que difieren en aproximadamente 20 puntos 

porcentuales por encima y por debajo, respectivamente, de los asociados a series R-R sin 

pre-procesamiento. En cuanto al tiempo de retardo de la detección, estas redes neuronales 

se muestran superiores a los resultados derivados del sensor citado en este párrafo. 

 

Para con las series R-R pre-procesadas, tanto con métodos de cuantificación (R-RUQ 

y R-RNUQ) como con la integración de la versión retardada observable (series R-R), el 

valor de la sensibilidad derivado de las redes especializadas presentan una diferencia 

menor a 10 puntos porcentuales alrededor de los arrojados por los detectores con dichas 

series pre-procesadas. Mientras que la especificidad exhibe magnitudes que decaen en 

aproximadamente 20 puntos porcentuales respecto a los resultados asociados a estas series. 
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En cuanto al retardo de la detección por parte de las redes, estos son significativamente 

mayores respecto a las series R-RNUQ y R-R. Es importante destacar, que las series R-R 

tratadas en este proyecto no se sometieron a ningún tipo de procesamiento previo a la 

aplicación de los detectores diseñados que influyera en la mejora de los resultados 

obtenidos tras las evaluaciones del desempeño. 

 

En relación a la red FTDNN, ésta presenta el menor de los valores de sensibilidad 

contenidos en la tabla nro. 14. Sin embargo, su capacidad para descartar episodios de AB 

cuando la serie carezca de ellos es alta y refleja un promedio de retardo de la detección 

comparable con el resto de los detectores implementados. 

 

A continuación, las siguientes figuras resumen las gráficas derivadas de la detección 

de episodios AB sobre las series R-R a través de los sensores diseñados y entrenados 

evolutivamente en este trabajo. Específicamente, se trata de señales temporales resultantes 

de la detección realizada por redes neuronales entrenadas con los conjuntos E-BD1 y E-

BD2, respectivamente, para un valor del factor empírico 	 � #  utilizado durante el proceso 

de adiestramiento. 

 

La figura nro. 56 muestra el resultado de la aplicación de los tres sensores de AB 

entrenados con el conjunto E-BD1 y aplicados sobre una de las series R-R. Como se puede 

observar, la gráfica arrojada por la red ELMAN concentra la mayor cantidad de falsos 

positivos cerca de la posición de la anotación. Dicho comportamiento se evidencia en 

menor grado con la red NARX recurrente. En cuanto a la red FTDNN, los FP se 

incrementan y se distribuyen uniformemente a lo largo de toda la serie R-R examinada. 

 

La figura nro. 57 refleja los resultados de las redes entrenadas con el conjunto E-BD2 

y con 	 � # . En términos generales, los resultados arrojados por los detectores muestran 

un incremento del número de FP distribuidos uniformemente a lo largo del eje de las 

abscisas. Adicionalmente, y en particular para la red FTDNN, se observa un decremento 

del número de verdaderos positivos (VP) dentro de la ventana temporal de #P- centrada en 

el inicio de la bradicardia.  
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Figura nro. 56 Detecciones de episodios AB con RNAD entrenadas con el conjunto E-BD1 

y � � � : a) Serie R-R con AB vs Anotación; b) Resultado del detector FTDNN; c) 

Resultado del detector NARX recurrente; d) Resultado del detector ELMAN 

 

 

Figura nro. 57 Detecciones de episodios AB con RNAD entrenadas con el conjunto E-BD2 

y � � � : a) Serie R-R con AB vs Anotación; b) Resultado del detector FTDNN; c) 

Resultado del detector NARX recurrente; d) Resultado del detector ELMAN 
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En las figuras nro. 58 y 59 se muestran las gráficas provenientes de la aplicación de 

los sensores sobre una serie R-R carente de eventos de AB. En ellas se observan 

detecciones fallidas o FP para aquellas redes entrenadas con los conjuntos E-BD1 y E-

BD2, respectivamente. 

 

Para el caso de las redes entrenadas con el primer conjunto (E-BD1), se evidencia el 

menor número de FP en comparación con las gráficas pertenecientes a las redes entrenadas 

con el segundo conjunto (E-BD2). Adicionalmente, la red FTDNN muestra resultados 

constantes en relación a su capacidad de descartar segmentos de series sin episodios AB. 

 

 

Figura nro. 58 Detecciones de episodios AB con RNAD entrenadas con el conjunto E-BD1 

y � � � : a) Serie R-R sin AB vs Anotación; b) Resultado del detector FTDNN; c) 

Resultado del detector NARX recurrente; d) Resultado del detector ELMAN 
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Figura nro. 59 Detecciones de episodios AB con RNAD entrenadas con el conjunto E-BD2 

y � � � : a) Serie R-R sin AB vs Anotación; b) Resultado del detector FTDNN; c) 

Resultado del detector NARX recurrente; d) Resultado del detector ELMAN 
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CAPÍTULO VI 

CONCLUSIONES Y PERSPECTIVAS 
 
 

4.1 Conclusiones 
 
 
El presente Trabajo Especial de Grado contiene la implementación, adiestramiento y 

evaluación de redes neuronales artificiales dinámicas como detectores de episodios de 

apnea-bradicardia en neonatos. El método de entrenamiento de las redes neuronales se 

basó en un algoritmo genético especializado, denominado Algoritmo Genético 

Estructurado, en el cual se empleó la información sobre la longitud del ciclo cardíaco 

extraído de los registros ECG de una base de datos de 32 neonatos pretérmino del Hospital 

Universitario de Rennes, Francia. Dichas series temporales presentan sus respectivas 

anotaciones que permitieron trazar el objetivo del aprendizaje supervisado. 

 

Para la evaluación del desempeño de los detectores se aplicó cada uno a la totalidad 

de las series R-R calculando sensibilidad, especificidad y tiempo de retardo de la detección 

en una ventada deslizante de ancho igual a #P- donde se compara con las anotaciones 

asociadas a cada serie. 

 

El criterio que sirvió de base para la selección de las estructuras predefinidas de 

redes neuronales artificiales dinámicas se inspiró en sus propiedades intrínsecas para 

memorizar información con dependencia espacio-temporal durante cortos o largos lapsos 

de tiempo. Lo que las cataloga como buenas candidatas en el procesamiento de las series 

temporales R-R derivadas del ECG del neonato. 

 

Sin embargo, estas redes ostentan conexiones retroalimentadas y/o retardo en los 

enlaces entre sus neuronas de la misma capa o de capas diferentes, lo que dificulta el 

empleo de métodos tradicionales para su entrenamiento debido al riesgo intrínseco de 

convergencia hacia un óptimo local durante la fase de adiestramiento. 
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Dicho inconveniente se solventó con la implementación de un algoritmo genético 

especializado (sGA) para el entrenamiento heurístico de cada una de las arquitecturas de 

red realizadas. De acuerdo a los resultados mostrados en las tablas nro. 11, 12 y 13; las 

redes con lazos de retroalimentación, NARX recurrente y ELMAN, presentan un mejor 

desempeño en comparación con su homóloga, la red FTDNN. Lo que evidencia sus 

capacidades superiores para reconocer patrones con dependencia espacio-temporal en 

comparación con esta última. 

 

Por otro lado, la red NARX recurrente, cuya estructura presenta un lazo de 

retroalimentación entre la salida y la entrada con una etiqueta de retardo temporal 

ajustable, mostró ser ligeramente superior a la red ELMAN. Esto se atribuye a la 

dimensión de la etiqueta de retardo definida en #-  para el presente trabajo. Por el contrario 

la red ELMAN, siendo el modelo más sencillo de una red recurrente, solo presenta un 

retardo equivalente a un punto temporal (P|#-) en su capa oculta, lo que limita la capacidad 

de realizar modificación del diseño original para ajustarlo a un requerimiento en particular. 

 

En relación al método de entrenamiento, el algoritmo genético estructurado 

constituye una versión especializada del algoritmo genético simple, en donde se incluye un 

cromosoma binario redundante y jerárquico que permite mantener la diversidad y controlar 

la redundancia en la población durante el transcurso de las generaciones. El cromosoma 

diseñado para este trabajo se construyó partiendo de los enlaces existentes entre neuronas 

de la misma capa y capas distintas, y los pesos sinápticos asociados a estos. Los genes se 

agruparon de manera jerárquica en dos niveles dentro del cromosoma, un nivel superior de 

naturaleza binaria XP�#Y que representa las conexiones entre las unidades neuronales, y un 

nivel inferior codificado con el conjunto de números reales dentro del rango CD#�#E, 

representando los pesos sinápticos de los enlaces. 

 

El aspecto tomado en consideración para la escogencia del conjunto de numeración 

para la codificación de los genes correspondiente al nivel inferior, fue mantener la 

resolución numérica de cada gen durante el proceso evolutivo. Pues en caso contrario, una 

codificación binaria acarrearía problemas intrínsecos de resolución de la cuantificación de 

los pesos sinápticos e incrementaría la longitud del cromosoma. Esto último aumentaría 

exponencialmente el tiempo de adiestramiento. 
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Una vez codificado el cromosoma, se generó la población inicial y se evaluó a cada 

cromosoma o individuo a través de la función de desempeño. Ésta se diseñó tomando en 

consideración los valores de sensibilidad, especificidad y tiempo de retardo de la 

detección. La expresión matemática utilizada está formada por la adición de dos términos, 

a saber: la ecuación de la distancia euclidiana entre los puntos, � P� #�  correspondiente a la 

detección perfecta (-Ä5-G
GZGÆbÆ � # y # D Ä-�Ä’GMG’GÆbÆ � P), y la sensibilidad y la 

especificidad arrojadas por el detector en estudio � %!�� # D !%& � . En cuanto al segundo 

término, éste constituye una función empírica que normaliza el promedio del tiempo de 

retardo de la detección a través de una ventana deslizante de ancho igual a >  multiplicado 

por un factor empírico 	 (	 � XP� #� €Y). 

 

De acuerdo a los resultados mostrados en las tablas 11 y 12, la variación del factor �  

no contribuye con la minimización de la función de desempeño durante el entrenamiento. 

Esto se atribuye al hecho de que dicho factor solo afecta la amplitud de la función de 

normalización del promedio del retardo. Aunado a esto, el ancho de la ventana deslizante 

se tuvo que establecer en la unidad debido a que el adiestramiento con valores > � #P-  

acarreó inestabilidad en las redes resultantes. En vista de estas condiciones, los resultados 

generados en el presente trabajo reflejan la pericia intrínseca de cada una de las 

arquitecturas para fungir como detectores de AB en neonatos prematuros. 

 

Una vez completadas las iteraciones del algoritmo evolutivo, se obtuvo un conjunto 

de redes neurales artificiales dinámicas entrenadas evolutivamente. Para su evaluación se 

siguieron los criterios de trabajos previos desarrollados entre el G.B.B.A. (Venezuela) y el 

L.T.S.I. (Francia) discutido en el capítulo IV. Es importante destacar, que para el 

desarrollo del presente trabajo no se aplicó ningún tratamiento a la señal de interés previo a 

la aplicación de los detectores implementados. Esto limita las comparaciones a los valores 

asociados con los métodos tradicionales y con el arrojado por el sensor basado en los 

modelos Semi-Markovianos Ocultos para las series R-R sin pre-procesamiento. 

 

Como se observó en la tabla nro. 14, los detectores basados en redes neuronales 

artificiales dinámicas con mejor desempeño lo constituyen las estructuras NARX 

recurrentes y ELMAN. Esto en comparación con los valores de sensibilidad, especificidad 

y promedio del tiempo de retardo de la detección, registrados para el sensor basado en los 
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modelos Semi-Markovianos Ocultos con la serie R-R sin pre-procesamientos y los 

métodos tradicionales, Umbral fijo y Umbral relativo. 

 

El resto de los valores mostrados en dicha tabla corresponden a la aplicación del 

detector basado en los modelos Semi-Markovianos Ocultos sobre las series R-R 

previamente procesadas con métodos de cuantificación uniforme, no uniforme y con la 

integración de versiones retardadas observables de la series R-R, respectivamente. Este 

criterio difiere del empleado en este trabajo y constituye una referencia para futuras 

realizaciones (entrenamiento evolutivo y evaluación de desempeño) con las mismas 

topologías y con series temporales previamente niveladas y pre-procesadas. 

 

En cuanto a los resultados gráficos mostrados, en la figura nro. 56 se evidencia, 

desde el punto de vista cualitativo, que las redes con lazo de retroalimentación adiestradas 

con el primer conjunto de entrenamiento (E-BD1) exhiben resultados que concentran la 

mayor cantidad de falsos positivos en la cercanía de los episodios de AB. Sin embargo para 

las arquitecturas homólogas resultantes del entrenamiento con el conjunto E-BD2 este 

comportamiento no es tan evidente a través de las #•‚  series R-R. 

 

En el caso de las redes FTDNN se observa una distribución uniforme de los falsos 

positivos sobre las series R-R independientemente del conjunto de entrenamiento utilizado, 

y una reducción de la cantidad de verdaderos positivos dentro de la ventana temporal de 

evaluación para las redes que fueron adiestradas con el conjunto E-BD2. Adicionalmente, 

estas redes presentan el menor promedio de tiempo de retardo de la detección de eventos 

AB sobre las series R-R, esto justificado por la reducción significativa de los FP y la 

presencia de detecciones transitorias en la ventada temporal de $P- centrada en el inicio de 

la bradicardia. 

 

4.2 Perspectivas y trabajos futuros 
 
 

En relación a las perspectivas y trabajos futuros, estos se puntualizan mediante los 

siguientes ítems: 

·  Incrementar el número de realizaciones, entrenamiento y evaluación, para cada 

una de las topologías estudiadas con la finalidad de aumentar la reproductibilidad 
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del método. Para ello, se sugiere portar el algoritmo bajo un software y hardware 

que permita un decremento significativo del tiempo de entrenamiento para las tres 

arquitecturas implementadas. 

·  Concentrar la atención en estructuras fenotípicas que incluyan lazos de 

retroalimentación entre unidad de procesamientos pertenecientes a la misma capa 

y/o capas diferentes, con la finalidad de ampliar el estudio sobre las redes 

neuronales artificiales dinámicas recurrentes en la detección de episodios de AB. 

·  Emplear operadores de recombinación con descendencia�múltiples para garantizar 

abarcar las zonas de explotación y exploración del espacio de búsqueda (espacio 

5-dimensional de conexiones y pesos sinápticos). 

·  Estudiar la posibilidad de diseñar e incorporar un tipo de cromosoma dentro del 

algoritmo evolutivo que permita agregar y/o eliminar unidades o grupos de 

unidades de procesamiento dentro de la estructura genotípica del individuo a 

través de las generaciones. La finalidad es lograr la convergencia en la cercanía 

del óptimo global de una estructura neuronal que cumpla con los requerimientos 

de un detector de AB para neonatos. 

·  Reevaluar la función de adaptación, dado que la componente del retardo de la 

detección no parece tener mayor influencia en el desempeño de los sensores. 

Específicamente, se plantea modificar la función de normalización del promedio 

del retardo de manera que incorpore una ventana temporal de ancho variable 

( >�G� ), que se modifique conforme avancen las iteraciones del algoritmo 

evolutivo. La ventana para la evaluación del desempeño (sensibilidad, 

especificidad y tiempo de retardo en la detección) durante la fase de 

adiestramiento se podría iniciar con un ancho igual a la unidad e irse 

incrementando en función de las generaciones del algoritmo hasta un valor 

máximo igual #P-. Esto con la finalidad de explotar las capacidades predictivas 

de las arquitecturas de redes seleccionadas para la detección de los eventos AB. 

 

Para culminar, es importante destacar la importancia, dentro del contexto clínico, del 

conocimiento adquirido tras los resultados derivados de la implementación, entrenamiento 

y evaluación de las redes neuronales especializadas en la detección de eventos apneicos en 

neonatos. Las topologías dinámicas estudiadas presentaron en todas sus configuraciones un 

promedio del tiempo de retardo en la detección reducido en comparación con los métodos 
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tradicionales. Esto, dentro un ambiente clínico es sumamente importante pues permite 

acortar el tiempo requerido entre la detección y el inicio de las acciones pertinentes del 

personal especializado que reduzcan los riesgos de daños neurológicos e incluso la muerte 

súbita del neonato.   
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